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RESUMO

A pandemia causada pela Covid-19 ainda esta presente ao redor de todo o mundo.
Apesar dos avangos no combate a doenga como o desenvolvimento da vacina, a iden-
tificagcdo de individuos contaminados ainda é essencial para otimizar o controle da
transmissdo do virus entre humanos. A principal técnica para realizar a detec¢ao do
virus, conduzindo a um diagndstico, é o método RT-gPCR que, embora tenha um alto
custo financeiro, possui uma alta acuracia na detecgdo do novo coronavirus. Diante
disso, um método que seja capaz de realizar o diagnostico de forma rapida, precisa e
barata se faz necessario. Assim, este trabalho teve como objetivo analisar a viabilidade
de uma nova técnica para identificacdo do SARS-CoV-2 através do uso de espectros-
copia 6ptica na faixa do visivel e do infravermelho proximo (Vis-NIR) em conjunto com
algoritmos de aprendizado de maquina. Os sinais espectrais foram obtidos de amos-
tras de swab nasofaringeo previamente analisadas através do método RT-gPCR. Os
exemplares foram fornecidos pelo Laboratério de Diagndstico Molecular de Covid-19
da Univasf. Ao todo, 677 amostras foram analisadas, sendo 84 testadas positivo e
593 testadas negativo para Covid-19. Na sequéncia, técnicas de processamento digi-
tal de sinais, como filtros do tipo Savitzky-Golay, transformadas tempo-frequenciais e
métodos estatisticos, foram utilizadas para eliminar dos dados originais elementos in-
desejados e extrair caracteristicas relevantes. Algoritmos de aprendizado de maquina
supervisionado como o SVM, Random Forest e o classificador do tipo Naive Bayes
foram usados para realizar a identificagdo automatica das amostras. Para avaliar o
desempenho dos modelos, foi utilizada a técnica de validagao cruzada 5-fold. Com a
metodologia proposta, foi possivel alcangar uma acuracia de 93%, uma sensibilidade
de 96% e uma especificidade de 89%, alem de uma area sob a curva ROC de 0,95, na
identificacao de amostras de swab nasofaringeo de individuos previamente diagnos-
ticados. A partir desses resultados, se pode concluir que a espectroscopia Vis-NIR &
uma técnica promissora para o diagnostico do SARS-CoV-2.

Palavras-chave: Covid-19, espectro Vis-NIR, aprendizado de maquina, detec¢ao au-
tomética



ABSTRACT

The pandemic caused by Covid-19 is still present around the world. Despite advances
in combating the disease, such as vaccine development, identifying infected individuals
is still essential to optimize the control of human-to-human transmission of the virus.
The main technique for detecting the virus, leading to a diagnosis, is the RT-gPCR
method, which, although it has a high financial cost, has a high accuracy in detecting
the new coronavirus. In view of this, a method that is capable of performing the diagno-
sis quickly, accurately and inexpensively is necessary. Thus, this work aimed to analyze
the feasibility of a new technique for identifying SARS-CoV-2 through the use of optical
spectroscopy in the visible and near infrared range (Vis-NIR) in set with machine lear-
ning algorithms. Spectral signals were obtained from nasopharyngeal swab samples
previously analyzed using the RT-gPCR method. The specimens were provided by the
Molecular Diagnosis Laboratory of Covid-19 at Univasf. In all, 677 samples were analy-
zed, with 84 tested positive and 593 tested negative for Covid-19. Next, digital signal
processing techniques, such as Savitzky-Golay filters, time-frequency transforms and
statistical methods, were used to eliminate unwanted elements from the original data
and extract relevant features. Supervised machine learning algorithms such as SVM,
Random Forest and the Naive Bayes classifier were used to perform automatic sample
identification. To evaluate the performance of the models, the 5-fold cross-validation
technique was used. With the proposed methodology, it was possible to reach an ac-
curacy of 93%, a sensitivity of 96% and a specificity of 89%, in addition to an area
under the ROC curve of 0.95, in the identification of nasopharyngeal swab samples
from previously diagnosed individuals. From these results, it can be concluded that
Vis-NIR spectroscopy is a promising technique for the diagnosis of SARS-CoV-2.

Keywords: SARS-CoV-2, spectroscopy, machine learning, diagnosis
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1 INTRODUGAO

O novo coronavirus, denominado mais precisamente virus da sindrome respira-
téria aguda grave tipo 2 (SARS-CoV-2, do termo em inglés), causador da Covid-19
(do inglés, coronavirus disease 2019), esta sendo responsavel pela maior catastrofe
sanitaria do século XXI até o momento. Devido a sua alta transmissibilidade e alta
taxa de mortalidade em individuos com comorbidades, a pandemia de SARS-CoV-2
ja causou prejuizos bilionarios, além de ter ceifado milhées de vidas (1).

Apesar dos avancos terapéuticos e do desenvolvimento da vacina, o diagndstico
rapido e eficiente ainda é essencial para otimizar o controle da transmissao e minimi-
zar os efeitos mais graves da doenca (2). O método considerado padrdo ouro para
o diagnostico preciso da Covid-19 é o exame RT-gPCR (do inglés, real-time reverse
transcriptase polymerase reaction chain). Apesar de ter uma 6tima acuracia para o
SARS-CoV-2, essa técnica possui a desvantagem de ter um custo elevado, além de
necessitar do uso de equipamentos e material especializados (3). Como técnica al-
ternativa ao RT-gPCR, o uso de métodos baseados em tomografia computadorizada
do térax também demonstram uma alta acuracia na identificagdo do SARS-CoV-2. Po-
rém, assim como no caso anterior, € uma técnica que possui alto custo financeiro, além
de nao permitir um diagndéstico precoce (4). Uma técnica de baixo custo que é bas-
tante empregada sao os testes rapidos de imunocromatografia baseados em reacdes
de imunoglobulinas IgM/IgG, cujo maior problema é a alta taxa de falsos-negativos e
nao terem finalidade diagndstica (5).

Dessa forma, é possivel observar que existe uma demanda por métodos de de-
teccdo do SARS-CoV-2 que sejam rapidos, eficientes e de baixo custo. Uma possivel
técnica é a espectroscopia Optica na faixa do visivel e infravermelho préximo (Vis-NIR,
do inglés visbile near infrared) que, em conjunto com algoritmos de inteligéncia artifi-
cial, ja foi utilizada para deteccao de alguns virus (6—9). Assim, o0 uso da espectros-
copia Vis-NIR com ferramentas de aprendizado de maquina se apresenta como uma

técnica promissora para identificagdo do SARS-CoV-2.
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2 OBJETIVOS

2.1 OBJETIVO GERAL

Desenvolver um método de deteccao do SARS-CoV-2 em amostras de swab na-
sofaringeo utilizando técnicas de espectroscopia Vis-NIR e algoritmos de inteligéncia

artificial.

2.2 OBJETIVOS ESPECIFICOS

« Utilizar um espectrémetro comercial para obter os dados do espectro Vis-NIR de

amostras de swab de casos suspeitos de Covid-19;
+ Criar e organizar um banco de dados espectrais destinado ao estudo do SARS-CoV-2;

* |dentificar o pré-processamento dos sinais espectrais que promova a eliminagao

de ruidos, artefatos e informacdes irrelevantes;

» Obter descritores dos sinais espectrais para deteccdo do SARS-Cov-2 em amos-

tras de swab;

+ Discriminar amostras de swab de casos suspeitos de Covid-19 com uso de algo-

ritmos de aprendizado de maquina.

3 REFERENCIAL TEORICO

3.1 SARS-CoV-2

Os Nidovirales sdao uma ordem de virus envelopados que possuem RNA nao
segmentado de sentido positivo (10). Essa ordem é dividida em quatro familias: Co-
ronaviridae, Arteriviridae, Mesoniviridae e Roniviridae. A familia Coronaviridae possui
ainda duas subfamilias, sendo uma delas a subfamilia Coronavirinae, que compreende
0 grupo de virus denominados de coronavirus (CoV) e é subdividida filogeneticamente
em quatro géneros: alfa, beta, teta e gama.

Dentre as espécies de coronavirus conhecidas, algumas sado capazes de infec-
tar humanos (HCoV). Duas dessas espécies pertencem ao género alfa, nomeadas:
HCoV-229E e HCoV-NL63, e outras cinco ao género beta, nomeadas: HCoV-HKU1,
HCoV-OC43, MERS-CoV (do inglés, Middle East respiratory syndrome coronavirus),
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SARS-CoV (do inglés, severe acute respiratory syndrome coronavirus) € SARS-CoV-2
(11).

A maioria desses HCoV séo considerados endémicos, causando de 15% a 30%
das infec¢des respiratérias registradas anualmente (10). Entretanto, trés desses virus
ja causaram surtos de infec¢ao a nivel mundial, sendo eles 0 SARS-CoV, o MERS-CoV
e o0 SARS-CoV-2.

O surto de SARS-CoV teve inicio na China no fim de 2002 e chegou a contami-
nar 8.000 pessoas ao redor do mundo, provocando cerca de 800 mortes até meados
de 2003 (12). Os sintomas apresentados nos individuos infectados se assemelha-
vam aos de uma gripe comum (febre, dor de cabeca, calafrios), porém mais graves.
Especula-se que o virus tenha sido transmitido aos humanos através de civetas que
eram comercializadas em mercados de animais vivos como alimentos exoticos. Apds
esse surto, nenhum novo caso de infecgao por SARS-CoV foi reportado em humanos
desde 2004, sendo entdo considerada uma doenca erradicada.

Identificado pela primeira vez na Ardbia Saudita em abril de 2012, o MERS-CoV
causou uma epidemia que se espalhou por 27 paises, infectando 2547 pessoas e
provocando 886 mortes até margo de 2021. A transmisséo do virus acontece princi-
palmente através do contato direto ou indireto com dromedarios contaminados (13).
Os sintomas iniciais sao similares ao da infec¢cdo causada pelo SARS-CoV, porém
alguns pacientes sao assintomaticos. Nos casos mais graves, o quadro clinico evo-
lui rapidamente, apresentando sintomas como sindrome do desconforto respiratério
agudo, choque séptico, faléncia multipla dos 6érgaos e morte (14).

Ja 0 SARS-CoV-2 é o virus causador da Covid-19, doenca responsavel pela
maior pandemia do século XXI, sendo diagnosticada em 651.198.402 individuos e
provocando 6.656.601 mortes até 26 de dezembro de 2022 (15). Esse novo coro-
navirus foi identificado pela primeira vez em dezembro de 2019, na China, estando
associado ao aparecimento de uma pneumonia misteriosa em pessoas que frequen-
tavam um mercado de animais silvestres vivos na cidade de Wuhan (16). A analise
do genoma do SARS-CoV-2 mostrou uma semelhanca de 96% com o coronavirus en-
contrado em morcegos (CoV RaTG13) na provincia de Yunna, também na China, o
qgue leva a crer que os humanos adquiriram o virus através desses animais (17).

A transmissao do SARS-CoV-2 se da principalmente pelo contato direto com in-
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dividuos contaminados e é considerado um virus com alta transmissibilidade, tendo
um numero basico de reproducao entre 2 e 2,5 (18). Os sintomas provocados pela
Covid-19 ndo séo especificos, podendo haver desde infec¢des assintomaticas ou ape-
nas sintomas leves, como febre, tosse, mialgia e fadiga, até infec¢des em que os pa-
cientes apresentam uma pneumonia severa que pode levar a morte (19).

A principal ferramenta para auxiliar no diagnéstico do SARS-CoV-2 é a analise
de amostras de swab de nasofaringe por meio do método RT-qPCR. Esse método é
considerado o padrao ouro para o diagnéstico da Covid-19, uma vez que possui alta
sensibilidade e ndo tem reacéo cruzada com outros coronavirus (3). Por necessitar de
mé&o de obra e equipamentos especializados, o RT-gPCR é considerado uma técnica
de alto valor financeiro. Outra técnica que se destaca por seu baixo custo € a ana-
lise sorolégica por meio de testes rapidos baseados em reagdes de imunoglobulinas
IgM/IgG, cujo principal problema € a alta taxa de falsos-negativos, em especial no ini-
cio da infecgdo (5). Atualmente, esses testes rapidos para pesquisa de antigeno séo
0s mais utilizados para detectar a infecgao.

O tratamento da Covid-19 é feito primeiramente através da administracdo de
antivirais e tratamentos baseados no uso de anticorpos. Quando a infec¢do ja se
encontra em um estagio avancado, sao usados farmacos anti-inflamatérios como cor-
ticosteroides e imunomoduladores (20). Apesar de haver um protocolo de tratamento
e farmacos comerciais especificos para o tratamento da doenga, as medidas profilati-
cas de isolamento e a imunizagdo da populagdo com vacinas ainda sdo as melhores

estratégias para o enfrentamento da pandemia.

3.2 ESPECTROSCOPIA Vis-NIR

A espectroscopia é o estudo da absorgédo e emissédo da luz, ou qualquer outra
forma de radiacao, pela matéria (21). Ao longo da histéria, a espectroscopia tem sido
crucial no estudo da fisica, em especial nos campos da mecanica quantica, relativi-
dade e eletrodinamica quantica. Dentre as contribuicbes mais importantes, destacam-
se 0 uso da espectroscopia na descoberta do efeito fotoelétrico (22) e no estudo da
radiagdo emitida por corpos negros (23).

Uma das formas de realizar esse estudo consiste em analisar a interagdo en-

tre um objeto e ondas eletromagnéticas com comprimentos de onda entre 350 nm e
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2500 nm, que compreendem a faixa do espectro visivel e préximo ao infravermelho. A
andlise dessa interagao se da por meio dos parametros de reflectancia, absorbancia
e transmitancia. A reflectancia € uma grandeza adimensional e indica a razao entre o
fluxo de radiacéao refletido pelo corpo e o fluxo incidente. A absorbancia e a transmi-
tancia também sao grandezas adimensionais e indicam, respectivamente, a fracao de
radiacdo incidente que foi absorvida pelo corpo e a fragdo de radiacdo incidente que
atravessou o corpo.

A medicao desses parametros é feita através de equipamentos conhecidos como
espectrometros de infravermelho ou espectrofotdmetros. Os dois tipos de espectrb-
metros de infravermelho mais utilizados atualmente sdo os espectrofotébmetros dis-
persivos e os espectrofotometros de transformada de Fourier. Ambos os aparelhos
produzem resultados semelhantes, porém este Ultimo é capaz de realizar a medicao
mais rapidamente (24). Os equipamentos utilizados nesse trabalho sdo do tipo de
dispersao, e seu principio de funcionamento € mostrado em mais detalhes a seguir.

A Figura 1 ilustra de maneira simplificada o funcionamento de um espectrofoto-
metro de dispersdo. As lampadas em conjunto com um espelho sao responsaveis por
gerar um feixe de radiagédo eletromagnética com os comprimentos de onda de inte-
resse. Esse feixe é entdo direcionado para um primeiro filtro que funciona como uma
rede de difracdo, separando as bandas frequenciais do feixe original. Esse filtro gira
lentamente, de forma que todas as bandas sdo analisadas em algum momento.

Em seguida, o monocromador transforma o feixe nele incidente em uma luz mo-
nocromatica, ou seja, uma faixa de luz visivel composta por apenas um unico com-
primento de onda. Vale ressaltar que o monocromador ndo € um instrumento ideal.
Dessa forma, a luz monocromatica gerada por ele também nao é ideal. Sendo assim,
o monocromador deve ser considerado como um filtro de banda estreita. A luz mono-
cromatica € entao dividida em dois feixes de igual intensidade, sendo que um deles
€ direcionado para a amostra de teste e o outro para uma amostra de referéncia. Os
fotodiodos sdo entédo excitados pelos feixes luz que atravessaram o corpos de prova
gerando um sinal elétrico. As diferencas entre os sinais elétricos gerados pela amos-
tra de teste e pela amostra de referéncia sao entdo computados para gerar o espectro
(24).

Para se obter um espectro de qualidade, as amostras devem ser preparadas e



25

Figura 1 — Esquematico de um espectrometro de dispersdo. Em aplicacdes praticas, um anteparo
reflexivo branco pode ser utilizado como amostra de referéncia.
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Fonte: Wikipedia (2023).

colocadas em um recipiente ou cela ideais para esse propésito. Vidros e plasticos
absorvem muito em quase todas as regides do espectro Vis-NIR, e por isso devem
ser evitados como recipientes (24).

Para compostos sélidos, um método de preparacdo bem consolidado consiste
em moer a amostra sélida e a misturar com brometo de potassio (KBr). Em seguida,
a mistura é comprimida sob alta pressao, formando uma pastilha de KBr que pode ser
levada ao espectrdmetro. Esse método é eficiente devido ao fato do KBr ser trans-
parente até um comprimento de onda de 25.000 nm, ou seja, ndo absorve nenhum
comprimento de onda na faixa do espectro Vis-NIR (24).

Ja para liquidos, uma gota do composto organico deve ser colocada entre duas
placas polidas de cloreto de sédio (NaCl) ou brometo de potassio. Essas placas sao
chamadas de placas de sal ou janelas de cristal. Quando apertadas uma contra a
outra, as janelas de cristal formam um “sanduiche” com o liquido a ser analisado. Vale
ressaltar que essas placas séo frageis e soluveis em agua (24).

Por fim, alguns instrumentos, em especial os espectrofotdbmetros de transfor-
mada de Fourier, possuem um médulo denominado acessorio de reflectancia total

atenuada. Com esse moédulo, a preparacao das amostras € dispensada tanto para
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sélidos quanto para liquidos.
A Figura 2 mostra um exemplo de grafico de reflectancia de duas amostras de

swab de nasofaringe que testaram positivo e negativo para SARS-CoV-2.

Figura 2 — Reflectancia de amostras de swab testadas para SARS-CoV-2. Os sinais foram obtidos
com o uso do espectrémetro FieldSpec 3®. Nela, é possivel observar o comportamento da reflectancia
para cada comprimento de onda na faixa de 350 nm até 1400 nm.
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Fonte: O autor.

Atualmente, a espectroscopia Vis-NIR tem sido muito utilizada na andlise de ali-
mentos e na agricultura (25, 26). Além disso, devido a capacidade de determinar al-
guns parametros de ligagdes quimicas, essa técnica também ja foi utilizada de forma

eficiente na detecgdo automatica dos virus da dengue, zika e influenza (6-8).

3.3 TECNICAS DE ANALISE E PROCESSAMENTO DE SINAIS

A seguir, serdo apresentadas técnicas de analise e processamento de sinais nos
dominios temporal e frequencial. Essas técnicas serdo utilizadas para caracterizar os
sinais de espectroscopia obtidos. Vale ressaltar que, embora os sinais de espectros-
copia ndo sejam sinais temporais, as técnicas de analise nos dominios temporal e

frequencial podem ser empregadas de forma analoga.

3.3.1 Filtro Savitzky-Golay
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Os filtros do tipo Savitzky-Golay foram propostos com o objetivo de resolver a
interpolacdo de um polinbmio de grau n através do calculo de uma convolucao (27).
Além da eficiéncia no que diz respeito ao custo computacional, esses filtros possuem
a capacidade de eliminar ruidos sem deformar os picos presentes no sinal original,
tornando-os particularmente Uteis para estudos de espectroscopia.

Dada uma janela de tamanho M = 2m + 1, em que m é um namero inteiro que
define a largura da janela de interpolacéo, tem-se um polinémio interpolador de grau

n dado pela equacgao:

FG) =" bugi®, (3.1)
k=0

em que i sdo os inteiros no intervalo —m < i < m. Percebe-se que a janela escolhida
deve ser simétrica, de tamanho impar e de tal forma que i = 0 represente seu ponto
central. Dessa forma, uma vez encontrado o polinémio f(i), o ponto central é definido
por f(i = 0). Na sequéncia, a janela é deslocada em uma posi¢ao, um novo polinémio
€ encontrado, e 0 novo ponto central é definido.

O problema dos minimos quadrados consiste em encontrar os valores de b,, ,, que
minimizam as diferen¢as quadradas entre o polindmio interpolador, f(i), e as obser-
vagoes feitas na variavel, y;, dentro da janela especificada. Assim, deve-se resolver a

equagao:

afn - [Z (f(i) — y>] =0. (3.2)

i=—m

Para determinar um coeficiente b, , qualquer, utiliza-se a equagéo:

2 Zm: [(Zn: bn,ki’f) — yi] i" =0, (3.3)
k=0

i=—m

gue pode ser reescrita na forma:

i [(kZ; bmkl”“) - yz-] i =0.

i=—m

Invertendo a ordem do somatdério e reorganizando os termos:
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n m m
§ bk § Pt = § ;i
k=0

i=—m i=—m

m

Por fim, fazendo Sy, = >

2

L iFTe B =3"" gt tem-se a equagdo:

Z bn,kSk’-‘rr = I (34)
k=0

Percebe-se que o membro esquerdo da Eq. (3.4) tem a forma de uma soma
de convolucado. Além disso, S, ., depende apenas do tamanho da janela, da ordem
do polinbmio e do grau do termo que se deseja determinar o valor. O valor de F,
também é determinado apenas por variaveis ja definidas pelo usuario e pelos valores
gue se deseja interpolar. Assim, € possivel obter, da Eq. (3.4), n + 1 expressdes que
sdo suficientes para montar um sistema linear cujas variaveis sejam b,, ;, solucionando
entdo o problema de minimizagéo.

Filtros do tipo Savtizky-Golay também podem ser facilmente implementados para
o célculo de derivadas, uma vez que as derivadas de um polindmio dependem apenas
dos seus coeficientes, que nesse caso sao b, . Ademais, derivadas s&o uteis na
analise espectroscopica, ja que se trata de uma forma de eliminar o problema da linha

de base comum a sinais de espectroscopia.
3.3.2 Remocao da linha de base por interpolacao

Como mostrado anteriormente, o uso de derivadas pode ser eficiente na remo-
¢ao da linha de base. Isso se da devido ao fato da linha de base corresponder a
constantes ou a fungées com pouca variagdo que sao somadas ao sinal de interesse
na forma de ruido de baixa frequéncia. Portanto, a derivada da linha de base em geral
tende para valores proximos a zero. Em contrapartida, a derivada distorce o sinal de
interesse original, 0 que pode ser, ou ndo, uma desvantagem na analise.

Uma forma eficiente de remocgao da linha de base sem causar distor¢ao € através
da interpolacédo do espectro por polinémios. O método dos minimos quadrados é o
mais utilizado para realizar essa tarefa. Entretanto, diferentemente do filtro Savitzky-
Golay, a interpolagéo nao é feita de forma janelada, mas sim utilizando todo o espectro.

Em (28), os autores propuseram uma modificagdo no método dos minimos qua-
drados para tornar a identificacdo e remocao da linha de base mais eficiente na es-

pectroscopia de Raman. Apesar disso, a metodologia pode ser aplicada para outros
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Figura 3 — Exemplo de sinal coletado com o espectrémetro Tellspec Enterprise Sensor. Na Figura, é o
mostrado o sinal antes e depois do processo de remogao da linha de base pelo método dos minimos
quadrados modificado.

tipos de estudos espectroscépicos, como na espectroscopia Vis-NIR. O método con-
siste em interpolar um polindmio pelo método dos minimos quadrados mas, caso o
polinbmio gerado em algum ponto alcance um valor superior ao do sinal original, o
valor desse ponto automaticamente assume o valor do sinal original. O processo é
repetido iterativamente até que o polinémio interpolado seja inferior ao sinal original
em todos os pontos. A Figura 3 apresenta um exemplo cujo sinal teve a linha de base

removida pelo método descrito por (28).
3.3.3 Analise de variancia (ANOVA)

A ANOVA faz a comparacédo de duas ou mais médias populacionais ou de trata-
mento e determina, a partir de um valor F, o quao préximas essas médias estdo umas
das outras (29). Seja X;; a variavel aleatoria que representa a j-ésima medida da
i-ésima populag&o e z; ; o valor observado de X;; durante o experimento. E possivel

definir a média populacional X; por:

J
Xij
—

)‘Q:]T i=1,2,3,..,1

sendo J o numero de observacdes e I o numero de populacdes. Define-se também

a média global X e as variancias amostrais S?, como mostrado nas Equagdes (3.5) e
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(3.6).

J —
> (X — X))
g2 — =1

! J—1

i=1,2,3,..,1 (3.6)

A estatistica do teste ANOVA busca relacionar a medida das diferencas entre
as médias populacionais X; e a média global X com a medida de variagdo S? cal-
culada dentro de cada populagao (29). Para isso, € necessario definir os chamados
guadrado médio dos tratamentos (QMTr) e quadrado médio do erro (QME), que séo
apresentados nas equacodes (3.7) e (3.8).

J L

QMTr = —— i (X, — X) (3.7)

ST+ S+ ...+ 5%
I

QME = (3.8)

O valor F' € entao definido como F = QMTr/QME. Para o caso em que as médias
calculadas estédo proximas uma da outra, o valor de QMTr tende a ser pequeno, impli-
cando também um menor valor de F'. Dessa forma, quanto maior o valor de F', maior é
a distancia entre as médias populacionais. Essa estatistica pode ser util na selecao de
variaveis que melhor discriminam dois grupos. No caso dos estudos de espectrosco-
pia, é possivel calcular o valor de F' para cada comprimento de onda, relacionando a
média populacional do grupo formado pelas amostras negativas com a média popula-
cional do grupo formado pelas amostras positivas, e selecionando apenas as variaveis

que alcangaram os maiores valores de F'.
3.3.4 Transformada Wavelet

Wavelets sao uma familia de fungdes construidas a partir de translacdes e dilata-
¢oes de uma unica fungao v (t) chamada de wavelet-méae (30). Esta funcao é definida

pela equacao:
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Yap(t) = %w (t — b) (3.9)

Na Equacao (3.9), os parametros a e b se referem, respectivamente, a dilatacao e
a translacao da wavelet mae. De forma analoga a transformada de Fourier, a transfor-
mada wavelet fornece os coeficientes necessarios para descrever um sinal continuo
no tempo, xz(¢), como uma combinacdo linear de funcgdées ,;(t). A transformada wa-

velet de tempo continuo W (a, b) € definida pela equagao:

W (a,b) = / (bt (3.10)

3.3.5 Analise de componentes principais

Na analise de componentes principais, busca-se uma transformagéao linear para
um conjunto de dados de modo que 0 novo espago vetorial gerado, de menor dimen-
sao e linearmente independente, contenha as informacdes necessarias para descre-
ver a variagao nos dados originais com boa preciséao.

Para atingir esse objetivo, a transformacao deve ser tal que o ruido e a coline-
aridade presente no conjunto de dados a ser transformado sejam eliminados. Dessa
forma, a PCA determina uma base ortonormal formada pelas chamadas componentes
principais, que sédo obtidas através de uma combinacao linear das variaveis originais
(31). Os valores das variaveis nesse novo espaco vetorial sio chamamos de scores,
que podem ser interpretados como projecdes dos dados orginais nas componentes

principais.

3.4 APRENDIZADO DE MAQUINA

As técnicas de aprendizado de maquina empregam um principio de inferéncia
denominado indugéo, no qual sdo obtidas conclusdes genéricas a partir de um con-
junto particular de exemplos (32).

Em algoritmos de aprendizado de maquina que se valem do aprendizado dito
supervisionado, os dados de treinamento fornecidos ao classificador sdo formados
por entradas rotuladas na forma (z;,y;), em que z; representa um exemplo e y; seu
respectivo rétulo (classe a qual o exemplo pertence). Com base nesses dados de

treinamento, os algoritmos identificam padrdes que sao utilizados posteriormente para
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predizer corretamente os rétulos de novos dados néo fornecidos anteriormente.

Os exemplos z;, em geral, sdo representados por um vetor de caracteristicas ou
atributos. Os atributos podem ser dados qualitativos, como cor e forma, ou quantita-
tivos, como velocidade e comprimento. Os rétulos y; devem ser formados por valores
inteiros que indiquem a que classe os exemplos pertencem. A Figura 4 mostra de
forma visual como sdo montadas as entradas de um classificador que utiliza técnicas

de aprendizado supervisionado.

Figura 4 — Entradas de classificadores que utilizam aprendizado supervisionado.
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Fonte: (LORENA; CARVALHO, 2007).

A Figura 4 demonstra uma das maneiras de formar matrizes de entrada para trei-
namento desses algoritmos. Cada linha representa um exemplo distinto, enquanto as
colunas representam os atributos desses exemplos. Na coluna final, sdo apresentados
os rotulos indicando a qual classe os exemplos pertencem.

Dentro do aprendizado de maquina, diversos algoritmos sao amplamente utiliza-
dos, como maquinas de vetor de suporte (SVM, do inglés, support vector machines),
Naive Bayes e Random Forest, que sao classificadores nao probabilisticos e supervi-
sionados.

Além do aprendizado supervisionado, tem-se também os modelos de aprendi-
zado ditos nao supervisionado, sendo esses conhecidos como clusterizadores. Nesse
caso, os rétulos das amostras nao sao fornecidos ao algoritmo, cabendo ao modelo
a determinagdo dos rotulos com base em algum padrdo identificado nas amostras
de treinamento. Um exemplo de classificador desse tipo € o chamado k-means, que
agrupa um conjunto de dados em k clusters com base na distancia euclidiana entre

as amostras num dado espaco vetorial (33).
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3.4.1 Avaliacao dos modelos

A principal ferramenta de analise de desempenho dos classificadores sdo medi-
das extraidas da chamada matriz de confus&o (34). A Tabela 1 apresenta uma matriz

de confusdo de dimenséo 2 x 2.

Tabela 1 — Matriz de Confusao.

Verdade
Positivo | Negativo
Positivo VP FP
Predicao
Negativo FN VN

Fonte: O Autor.

A diagonal principal da matriz apresenta as predigdes corretas do classificador,
em que VP indica os verdadeiros positivos e VN os verdadeiros negativos. A diago-
nal secundaria mostra as predi¢des incorretas do classificador, sendo FP os falsos
positivos e FN os falsos negativos.

Da matriz de confuséo, podem ser extraidas outras métricas importantes, como
a sensibilidade (SEN), a especificidade (ESP) e a acuracia (ACU). A obtencao dessas

medidas pode ser feita, respectivamente, com o uso das equacgdes:

VP
SEN= V5 EN 311
VN
ESP = oot (3.12)
VP + VN
ACU = VP FPEN+VP (3.13)

A sensibilidade indica a capacidade do classificador predizer a classe positiva,
enquanto a especificidade a classe negativa. A acurdcia indica a razao da quantidade
de total de predicdes corretas pelo total de predi¢des. Por levar em consideracao tanto
a classe positiva quanto a negativa, a acuracia é a principal medida de avaliagdo de
classificadores.

Outra forma de avaliar o desempenho de classificadores € através da chamada
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curva caracteristica de operacéao do receptor (ROC, do inglés Receiver Operating Cha-
racteristic). Nessa curva, o eixo das ordenadas representa a sensibilidade e o eixo
das abcissas o valor de 1-ESP. Durante a etapa de predi¢cdo, os modelos atribuem as
amostras um valor correspondente a probabilidade dessa pertencer a classe positiva.
Se essa probabilidade for superior a um certo limiar, a amostra é considerada positiva,
caso contrario a amostra é considerada negativa. Assim, para levantar a curva, o li-
miar de decisdo dos modelos é gradualmente elevado, e a cada novo ponto os valores
de sensibilidade e especificidade sdo determinados e inseridos no grafico (35).
Dessa forma, através de uma inspecéao visual, € possivel analisar o 'custo’ para
o classificador obter um verdadeiro positivo em um dado limiar, uma vez que a quan-
tidade de verdadeiro positivos em funcao da quantidade de falsos positivos é relacio-
nada diretamente pela curva. Além disso, a area sob a curva ROC (AUC, do inglés
area under a ROC curve) é considerada uma medida de desempenho geral do clas-
sificador, representando a capacidade do modelo atribuir para uma amostra positiva

uma probabilidade superior a de uma amostra negativa (35).

3.5 TRABALHOS CORRELATOS

O uso da espectroscopia na identificacdo de diferentes tipos de virus € algo co-
mum na literatura cientifica. Em (7), os autores utilizaram a espectroscopia do infra-
vermelho préximo para identificar mosquitos infectados pelo virus da zika. Essa iden-
tificagéo é importante para controlar eventuais surtos, uma vez que permite combater
a proliferacao do vetor da doenca. Nesse estudo, um espectrofotébmetro foi utilizado
para coletar os sinais diretamente do térax e da cabe¢a dos mosquitos diagnosticados
pelo método RT-gPCR. Na etapa de classificacao, foi utilizado um modelo de regres-
séo por minimos quadrados parciais. Seguindo esse método, os autores conseguiram
uma acuracia acima de 99% na identificagcdo dos mosquitos infectados.

O trabalho desenvolvido pelos pesquisadores em (9) buscou identificar o virus da
hepatite B utilizando espectroscopia de Raman. Um banco de dados de 1.000 amos-
tras de soro sanguineo coletadas de pacientes testados para hepatite B foi utilizado.
A andlise de componentes principais (PCA) foi aplicada para extrair dos sinais carac-
teristicas que serviram de entrada para um classificador SVM. Os hiperparametros

do classificador foram ajustados através de um método de otimizagdo por enxame de
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particulas. O modelo proposto chegou a uma acuracia de 93%.

No projeto desenvolvido em (8), os pesquisadores utilizaram espectroscopia Vis-NIR
na identificacdo de pacientes infectados pelo virus influenza. Para isso, foram coleta-
dos os sinais espectrais de amostras de aspiracdo nasal de individuos diagnosticados
por testes de imunocromatografia. Para etapa de extracao de caracteristicas, foi apli-
cado um modelo PCA. J& na etapa de classificacao, os autores utilizaram um classifi-
cador do tipo SIMCA (do inglés, soft modeling of class analogy). O método proposto
demonstrou um bom desempenho na identificacdo do virus influenza, com uma acu-
racia acima de 96%. Também foi avaliada a capacidade do modelo em diferenciar
pacientes infectados pelo virus influenza de pacientes infectados pelo virus sincicial
respiratorio. Nessa tarefa, o classificador ndo obteve uma boa performance, com acu-
racias em torno de 50%.

Por fim, ainda que raros, também € possivel encontrar trabalhos que tratam do
uso da espectroscopia para o diagnéstico do SARS-CoV-2. Em (36), os autores utiliza-
ram um espectrofotdmetro de transformada de Fourier para coletar sinais espectrais
de amostras de RNA com e sem a presenca do virus SARS-CoV-2. Foram aplica-
dos métodos de PCA e quadrados minimos parciais para extrair caracteristicas que
serviram de entrada para um classificador SVM. Os pesquisadores conseguiram uma
acuracia de 98% com esse método. Ja no trabalho desenvolvido em (37), foi utilizada
uma metodologia semelhante, mas nesse caso os dados espectrais eram obtidos dire-
tamente das amostras de swab. Com esse modelo, se alcangou uma acuracia acima
de 78%.

4 METODOLOGIA

O trabalho teve como objetivo desenvolver uma metodologia de aquisicao de
sinais espectrais Vis-NIR para detectar amostras de swab nasofaringeo de pacientes
infectados pelo SARS-CoV-2. A detecgéo se da por meio da utilizagéo de algoritmos
computacionais de aprendizado de maquina, em que as amostras sao apresentadas
para classificagao.

Esta secdo descreve o método adotado na aquisicdo dos dados e na analise
e classificacdo dos sinais espectrais. O fluxograma da Figura 5 resume as etapas

relacionadas a execucao do projeto que serdo detalhadas nas subsecdes seguintes.
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Figura 5 — Esquematico da metodologia adotada para realizar a diferenciacdo entre amostras de swab
positivas e negativas para SARS-CoV-2.

4.1 OBTENGAO DAS AMOSTRAS DE SWAB NASOFARINGEO

As amostras de swab nasofaringeo usadas nesse estudo foram fornecidas pelo
Laboratério de Diagnéstico Molecular de Covid-19 da Univasf, provenientes de pacien-
tes com suspeita de COVID-19 residentes em municipios que compde a VIl Geréncia
Regional de Saude de Pernambuco: Petrolina, Cabrobd, Oroco, Lagoa Grande, Santa
Maria da Boa Vista, Dormentes e Afranio. Foram utilizadas amostras de pacientes
encaminhadas ao laboratério da Univasf no periodo de Agosto de 2021 até Marco de
2022. Essas amostras foram mergulhadas em tubos de ensaio contendo uma solu-
céo de transporte e identificadas por um cédigo numérico sem nenhuma informacéo
pessoal sobre os pacientes. O laboratério também forneceu o diagndstico de cada
amostra com base nos resultados do teste RT-gPCR obtidos utilizando o BIOMOL
OneStep/Covid-19 kit (IBMP).

Os critérios de inclusdo dos espécimens para esse estudo foram: amostras cole-
tadas de pacientes entre o terceiro e o décimo dia de sintomas; amostras armazena-
das utilizando como solugéo de transporte um meio de transporte viral fabricado pela
empresa Laborclin (MTV Laborclin) ou uma solucao salina de NaCl (0,1%); amostras
com tempo de armazenamento inferior a 48h; amostras com informagéao referente ao
ciclo de quantificagao (Cq).

Vale ressaltar que uma identificagcdo adicional foi feita para indicar em qual solu-
céo de transporte cada amostra foi acondicionada. Além disso, também foram identi-

ficadas as amostras cujo volume de solugcao se mostrou excessivo.
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4.2 AQUISICAO DOS DADOS ESPECTRAIS

Nesse estudo, trés diferentes bancos de dados espectrais foram montados, cada
um deles sob diferentes condi¢des de aquisicdo, que permitiram avaliar o desempenho
do sistema quando analisadas diferentes faixas espectrais, equipamentos de coleta e

solucdes de transporte.
4.2.1 Banco de Dados 1

O espectrédmetro FieldSpec 3, fabricado pela empresa Analytical Spectral Devi-
ces, foi utilizado para realizar a aquisicdo dos dados espectrais. Esse modelo possui
uma faixa de operacéo entre 350 nm e 2500 nm com uma resolugao de 3-10 nm.
Uma vez que esse equipamento ndo possui uma fonte de iluminagdo embutida, uma
lampada externa de halogénio-tungsténio de 50 W foi necesséria para iluminar as
amostras.

Os espectros foram obtidos diretamente da mistura entre 0 swab nasofaringeo
e a solucao de transporte (MTV Laborclin ou solucédo salina de NaCl) presentes nos
tubos de ensaio, dispensando o uso das janelas de cristal. Um total de 523 amostras
espectrais foram coletadas utilizando o FieldSpec 3 entre os dias 30 de agosto de 2021
e 10 de dezembro de 2021, sendo que 60 dessas testaram positivo para Covid-19 e
463 testaram negativo de acordo com o método RT-qPCR. A Figura 6 apresenta a

configuracao utilizada para aquisi¢cédo dos dados com o FieldSpec 3.

Figura 6 — Configuracdo utilizada para aquisicao dos dados com o FieldSpec 3. A lampada (1) e o
sensor do espectrémetro (2) sdo posicionados manualmente a uma distancia padronizada da amostra
(3). Todo o sistema foi montado dentro de uma caixa preta, de forma que fontes luminosas externas
nao interferiram no experimento.

4.2.2 Banco de Dados 2
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O espectrémetro Tellspec Enterprise Sensor (TES), fabricado pela empresa Tells-
pec, foi utilizado para realizar a aquisicdo dos espectros. Este espectrometro é cons-
truido com base no médulo DLP NIRScan da Texas Instruments. Vale notar que sua
faixa de operagéo se limita ao infravermelho proximo, entre os comprimentos de onda
900-1700 nm, com uma resolucdo de 10 nm. Esse aparelho possui duas lampadas
embutidas de halogénio-tungsténio de 0,7 W responséaveis por iluminar as amostras,
dessa forma, ndo € necessaria uma lampada externa para realizar a aquisicao dos
dados.

As medidas mais uma vez foram tomadas diretamente do liquido presente nos
tubos de ensaio. Além disso, 152 amostras de diferentes individuos foram usadas,
sendo que 23 deles testaram positivo e 129 testaram negativo para Covid-19 consi-
derando a técnica RT-gPCR. O numero de amostras coletadas para esse banco de
dados foi inferior ao caso anterior. Isso se deu devido a menor disponibilidade de
amostras que atendessem os critérios de inclusao durante o periodo de coleta, que
aconteceu entre os dias 22 de fevereiro de 2022 e 16 de margo de 2022. A Figura 7

apresenta a configuracdo usada para adquirir os dados espectrais para este caso.

i
tellspee=—

Figura 7 — Configuragdo utilizada durante a aquisicao dos dados com o Tellspec Enterprise Sensor.
Como as lampadas j& sao integradas ao sistema, € necessario apenas aproximar o espectrometro (1)
da amostra. Um anteparo reflexivo de cor branca (2) é posicionado atras da amostra com o objetivo de

amenizar o efeito de transmitancia através do liquido.

4.2.3 Banco de Dados 3

Mais uma vez, o espectrdmetro TES foi usado para coletar os dados espectrais.
Diferentemente do Banco de Dados 2, em que as medidas eram obtidas diretamente

dos tubos de ensaio, nesse caso foram utilizadas janelas de cristal de cloreto de s6dio
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ou brometo de potassio. Essa configuracao permitiu avaliar a influéncia do vidro dos
tubos de ensaio no desempenho do sistema, bem como no comportamento dos sinais
espectrais.

Dois espécimes, que utilizaram o MTV Laborclin como solugéo de transporte,
foram utilizados para criar este conjunto de dados. Um deles testou positivo para
Covid-19, enquanto o outro testou negativo. Essas amostras foram entdo re-amostradas
50 vezes cada, utilizando 5 L de fluido (swab + MTV Laborclin) que foi colocado nas
janelas de cristal para formar uma espécie de sanduiche. Essas placas foram en-
tao fixadas a um anteparo reflexivo branco, e os espectros foram coletados usando
o TES. A limitagdo no numero de amostras desse banco de dados se justifica devido
ao periodo de coleta (setembro de 2022), em que a quantidade de espécimens que
atendessem aos critérios de inclusao era escassa. Além disso, para esse caso, a
aquisicao dos dados espectrais exigiu um rigoroso protocolo de biosseguranga, o que
impediu a analise de uma grande quantidade de amostras. A Figura 8 ilustra melhor

€SSe Processo.

gt
. 3 ¢ & antl }
(a) Colocando o liquido nas (b) Aquisi¢éo dos dados (c) Limpando as janelas de
janelas de cristal espectrais cristal

Figura 8 — Processo de aquisi¢cdo de dados para o Banco de Dados 3. a) O liquido foi manipulado
com uma micropipeta de volume ajustavel. 5 uL de liquido foram colocados nas janelas de cristal para
formar um sanduiche. b) Foi utilizada uma impressora 3D para fabricar um case para o espectrometro

TES. Este case permitiu que as placas ficassem entre o sensor do espectrometro e um anteparo

branco reflexivo. c) Logo apés a aquisicdo das medidas, as placas foram limpas com alcool etilico

(99%). Todas as medidas de biosseguranga foram cuidadosamente tomadas durante essa etapa.

O Quadro 1 apresenta um resumo das metodologias adotadas para realizar a

aquisicao e montagem de cada um dos banco de dados mencionados. Também é
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indicado o numero de amostras positivas e negativas em cada situacao.

Quadro 1 — Resumo das metodologias de aquisicdo e nimero de amostras para cada um dos bancos
de dados montado.

Espectrometro Recipiente N° de Amostras
Banco de Dados 1 FieldSpec 3  Tubos de ensaio 60 positivas e 463 negativas
Banco de Dados 2 TES Tubos de ensaio 23 positivas e 129 negativas
Banco de Dados 3 TES Janelas de cristal 2 re-amostradas 50x cada

4.3 PRE-PROCESSAMENTO DOS SINAIS

As anadlises foram realizadas utilizando a linguagem Python 3.8.8 no ambiente
de desenvolvimento Spyder IDE. Para esse estudo, foram considerados apenas os
dados referentes aos sinais de reflectancia. Primeiramente, as regides do espectro
consideradas muito ruidosas ou sem informacéo foram removidas. Dessa forma, para
o Banco de Dados 1, que utilizou o FieldSpec 3, foi utilizada apenas a faixa de 350-
1500 nm, enquanto para os bancos de dados 2 e 3 a faixa de 900-1600 nm. A faixa
espectral para o Banco de Dados 1 foi ainda divida em duas faixas menores, sendo a
primeira de 350-1000 nm e a segunda de 1000-1500 nm. Essa divisao foi necessaria
devido a uma descontinuidade observada nesses sinais no comprimento de onda de
1000 nm. Essa descontinuidade foi causada devido a alguma falha ou configuragéo
do FieldSpec 3, uma vez que esse fendmeno nao se repetiu para os outros bancos de
dados, que utilizaram outro equipamento.

Na sequéncia, duas metodologias de remocéo da linha de base foram aplica-
das. A primeira consiste na extragdo da segunda derivada utilizando um filtro do tipo
Savitzky-Golay com uma janela de 11 pontos e um polindmio de grau 2. Além de rea-
lizar o calculo da segunda derivada, essa filtragem também elimina ruidos presentes
no sinal original.

O segundo método consiste em aplicar esse mesmo filtro apenas para reduzir
os ruidos do sinal original, sem realizar o célculo da derivada, sendo a linha de base
posteriormente removida por interpolagéo, seguindo a metodologia descrita por (28).
Por fim, os sinais foram normalizados subtraindo de cada sinal sua média e dividindo

pelo seu desvio padréo.
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4.4 EXTRACAO DE CARACTERISTICAS

A etapa de extracao de caracteristicas foi feita através de trés diferentes técni-
cas: analise de componentes principais; selecao de atributos com base em testes
estatisticos; energia média dos coeficientes da transformada wavelet.

Para o PCA, foi também analisado o comportamento dos scores num gréfico
de dispersao e a variancia explicada das componentes. Dessa forma, os scores das
componentes que em conjunto eram responsaveis por explicar 90% da variancia dos
dados foram utilizados como atributos na etapa de classificagao.

Outra métrica de extracdo de caracteristicas utilizada foi a analise de variancia
(ANOVA). Nesse caso, os 10 comprimentos de onda que obtiveram os maiores valores
de F' foram utilizados como atributos. Por fim, as energias médias dos coeficientes
da transformada wavelet com funcado wavelet-mae do tipo Daubechies e 9 niveis de
decomposicao também foram utilizadas como caracteristicas de entrada na etapa de
classificacao.

As caracteristicas foram extraidas diretamente dos sinais apds as etapas de pré-
processamento. Dessa forma, as caracteristicas supracitadas foram extraidas da se-
gunda derivada dos sinais, bem como dos sinais que apenas tiveram sua linha de

base removida por interpolagéo.

4.5 CLASSIFICACAO E AVALIACAO

Para a etapa de classificacéo, os classificadores SVM, Random Forest e Naive
Bayes foram utilizados. Como o numero de amostras em cada um dos bancos de
dados é pequeno, nao foi possivel realizar o ajuste dos hiperparametros de forma efi-
ciente, sendo os valores padrdo os que demonstraram uma maior eficiéncia. Assim,
para o classificador SVM, foi utilizado um kernel com funcao de base radial e os se-
guintes hiperparametros: C' = 1, gamma = 1/(nfear X Xyar), €M QUE Nfeqr € O NUMErO
de parametros da matriz de entrada e X, a variancia da matriz de entrada.

Para o classificador Random Forest, foi utilizado um modelo com 100 arvores. Ja
para o algoritmo Naive Bayes, foi utilizado um kernel gaussiano com uma suaviza¢ao
de variancia de 107°.

Devido ao fato de que nos bancos de dados 1 e 2 o numero de amostras ne-

gativas (N) é muito superior ao numero de amostras positivas (P), foram criados 20
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diferentes subgrupos formados pela selecao aleatéria de P amostras testadas negati-
vamente para Covid-19. Os classificadores foram entdo treinados e validados iterati-
vamente por 20 vezes, sendo que a cada iteracao um diferente subgrupo de amostras
negativas era utilizado enquanto o grupo de amostras positivas se mantinha o mesmao.
Essa etapa iterativa foi dispensada para o caso do Banco de Dados 3, uma vez que o
namero de amostras negativas e positivas é igual.

A metodologia de validagdo 5-fold cross-validation foi utilizada para validar os
modelos a cada iteracdo. A avaliacdo de performance dos modelos foi feita com base
nas métricas de desempenho obtidas apos as 20 iteracdes. Medidas extraidas da ma-
triz de confusdo como acuracia, sensibilidade e especificidades foram consideradas.
Além disso, a curva caracteristica de operagcao do receptor, bem como a area sob a

curva ROC também foram avaliadas.

5 RESULTADOS

Os resultados obtidos serao apresentados em subsecoes separadas para cada

um dos bancos de dados descritos anteriormente.

5.1 Banco de Dados 1

A Figura 9 apresenta exemplos de sinais coletados com o FieldSpec 3 antes
da aplicagdo de qualquer tipo de pré-processamento. Esses sinais representam o
comportamento dos niveis de reflectancia em funcdo do comprimento de onda da luz
incidente na amostra.

De forma a eliminar os efeitos da regido acima de 1500 nm e da descontinuidade
em 1000 nm, o espectro foi dividido em duas faixas, de 350-1000 nm e de 1000-
1500 nm, que foram entdo tratadas e analisadas separadamente. A seguir, serdo
mostrados os resultados para a faixa de 350-1000 nm e na sequéncia para a faixa de
1000-1500 nm.

5.1.1 Faixa de 350-1000 nm

A Figura 10 mostra exemplos de sinais ap6s serem aplicadas as etapas de pré-
processamento discutidas anteriormente.

Ao observar a Figura 10a, é possivel notar que o sinal apresenta um compor-
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Figura 9 — Sinais coletados utilizando o FieldSpec 3. Na imagem, é possivel observar uma regiao com
pouca informagao para comprimentos de onda acima de 1500 nm. Também é possivel observar que o
sinal apresenta uma descontinuidade em 1000 nm.

tamento oscilatério e ruidoso. Esse resultado é esperado, uma vez que o célculo da
derivada tende a amplificar variagdes presentes no sinal original. Ainda é possivel no-
tar que essas oscilagdes sdo mais predominantes nas regides de 350-600 nm e acima
de 900 nm. Ja na Figura 10b, a remocgao da linha de base possibilitou observar os
picos de absor¢do nos sinais, que sao representados pelos picos negativos de reflec-
tancia. Em especial, destacam-se as regides abaixo de 400 nm, entre 500-600 nm e
entre 900-1000 nm, em que a absor¢ao se mostrou mais intensa.

A seguir, sdo apresentados os resultados para quando os 10 comprimentos de
onda que obtiveram o maior valor de F' no teste ANOVA foram utilizados como entrada
para os classificadores. A Tabela 2 e a Figura 11 mostram as medidas de desempenho
extraidas da matriz de confuséo e as curvas ROC para cada um dos modelos.

Apesar do alto valor de especificidade encontrado para o classificador do tipo
SVM em conjunto com os comprimentos de onda extraidos do sinal cuja a linha de
base foi removida por interpolacao (ESP = 0,73 + 0, 10), esse resultado nao pode ser
considerado relevante, uma vez que foi acompanhado de uma ACC = 0,49 + 0, 06,
indicando que as predi¢des foram feitas de forma aleatoéria.

Outra metodologia de extracao de caracteristicas utilizada foi a energia dos coe-

ficientes da transformada wavelet. A Figura 12 apresenta o comportamento dos coefi-
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(b) Sinal apés o processo de remocéo da linha de
base por interpolagéo.

(a) Segunda derivada do sinal obtida através da
aplicagéo de um filtro Savitzky-Golay.

Figura 10 — Sinais apos a etapa de pré-processamento. Todos os sinais foram normalizados para
média e variancia nulas.

Tabela 2 — Resumo das métricas extraidas da matriz de confusao apés as 20 iteragdes do processo

de classificacao. Apesar do desempenho dos classificadores ter sido ruim, com acuracia em torno de

50%, destaca-se a especificidade média de 73% obtida com o classificador SVM para o caso em que
0s sinais tiveram sua linha de base removida por interpolacao.

SEN ESP ACC
SVM 0,44+0,08 0,62+0,06 0,53+0,05
22 Derivada RF 0,47+0,07 0,63+£0,05 0,55%0,06
Naive Bayes 0,49+0,06 0,56 +0,06 0,524 0,04
SVM 0,27+0,11 0,73+£0,10 0,49+ 0,06
Interpolacdo RF 0,314+0,08 0,60=0,07 0,45+ 0,06
Naive Bayes 0,3940,10 0,57 +0,07 0,48 % 0,06

cientes da transformada para ambos os casos.

Para formar os vetores de entrada dos classificadores, foi calculada a energia
média dos coeficientes para cada um dos niveis de decomposicao. Dessa forma, um
vetor de dimensao 9 (correspondente ao numero de niveis utilizado) foi utilizado como
atributo de entrada. A Tabela 3 e a Figura 13 apresentam os resultados obtidos pelos
3 classificadores para cada metodologia de pré-processamento.

Outra vez, todos os modelos apresentaram resultados ruins, com acuracia em
torno de 50%, indicando que a maioria das predicées foram atribuidas de maneira
aleatéria. Entretanto, assim como no caso anterior, o classificador SVM conseguiu
uma alta especificidade (ESP = 0,71 + 0,09) quando utilizados os comprimentos de
onda do sinal com a linha de base removida por interpolacdo. Como esse valor é

acompanhado por uma baixa sensibilidade (SEN = 0,32 4+ 0,07) e consequentemente
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Figura 11 — Curvas ROC obtidas para os 3 classificadores utilizados. E possivel observar que todos
os classificadores alcangaram um baixo desempenho, com o melhor resultado sendo obtido através da
segunda derivada e do classificador Naive Bayes, com AUC = 0, 62.

Tabela 3 — Resumo das métricas extraidas da matriz de confusdo apés as 20 iteragdes do processo
de classificacdo. Nesse caso foram utilizadas as energias médias para cada nivel de decomposicdo da
transformada wavelet.

SEN ESP ACC
SVM 0,34 +£0,06 0,68=£0,08 0,51=+0,06
22 Derivada RF 0,43+0,09 0,66=+0,05 0,55+0,07

Naive Bayes 0,46+0,09 0,58 +0,07 0,52+0,06

SVM 0,324+0,07 0,71+0,09 0,52=+0,05

Interpolacao RF 0,48 0,06 0,67 +0,07 0,57 +0,05
Naive Bayes 0,49 4+0,07 0,63+0,08 0,56+ 0,07

de uma baixa acuracia (ACC = 0,52 £ 0,05), esse resultado deve ser considerado
pouco relevante.

Por fim, os scores obtidos através do célculo das componentes principais tam-
bém foram utilizados como entrada para os classificadores. O nimero de componen-
tes utilizado foi determinado através da variancia explicada acumulada.

Pelo critério estabelecido, foram utilizadas como entrada para os classificado-
res 12 componentes no primeiro caso, e apenas 4 componentes no segundo. Esse
fendmeno é explicado ao analisar o comportamento desses sinais na Figura 10. A se-
gunda derivada (Figura 10a) apresenta um comportamento muito mais oscilatorio do
gue o sinal cuja linha de base foi removida por interpolacao (Figura 10b). Essa maior
oscilagdo também implica uma maior ’variancia’, e devido a isso, mais componentes

foram necessarias para explicar essa variacdo. A Tabela 4 e a Figura 14 apresen-
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Figura 12 — Graficos dos coeficientes da transformada wavelet para as duas metodologias de
pré-processamento. Foram utilizados 9 niveis de decomposicdo e uma funcdo wavelet-mae do tipo
Daubechies 1.

tam os resultados obtidos para o uso dos scores das componentes principais como

atributos de entrada.

Tabela 4 — Resumo das métricas extraidas da matriz de confusao apés as 20 iteragdes do processo
de classificacdo. Os scores das componentes principais foram usados como pardmetros de entrada.

SEN ESP ACC
SVM 0,28+0,03 0,574+0,07 0,4240,04
22 Derivada RF 0,38+0,07 0,564+0,07 0,47 +0,04
Naive Bayes 0,44 4+0,06 0,54+0,07 0,49+ 0,05
SVM 0,26 0,06 0,664+0,11 0,47+0,06
Interpolagéo RF 0,37 +0,07 0,64+0,07 0,48+0,07
Naive Bayes 0,414+0,07 0,58 +0,09 0,49 =+ 0,07

Os resultados obtidos mostram que o processo de classificagédo utilizando com-

ponentes principais teve um péssimo desempenho, com acuracia sempre abaixo de
50%. Entretanto, ao analisar o comportamento da projecado dos scores das compo-
nentes principais dos sinais, evidéncias pertinentes foram encontradas, como mostra
a Figura 15.

Ao observar a Figura 15a é possivel notar que ndao ha uma distincao entre as
amostras positivas e negativas na projecao das componentes principais. Entretanto,
por inspecao, percebe-se que exitem 3 grupos distintos de amostras. Devido a isso,
um classificador n&o supervisionado do tipo k-means foi utilizado para fazer o agrupa-

mento desses dados e o resultado é mostrado na Figura 15b.
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Figura 13 — Curvas ROC obtidas para os 3 classificadores utilizados. O desempenho geral foi ruim em
todas as situagdes, com nenhum modelo alcangando uma AUC superior a 0,5.

Diante disso, foi feita uma analise para verificar quais amostras faziam parte de
cada um desses grupos. Assim, percebeu-se que o Grupo 1 era formado pelas amos-
tras que utilizaram a solucao salina, enquanto o Grupo 2 representavam as amostras
que utilizaram o MTV Laborclin. O Grupo 3 é formado pelas amostras coletadas nos
dias 8/12/2021 e 10/12/2021 que utilizaram a soluc¢ao salina. Os grupos possuem di-
ferentes tamanhos: o Grupo 1 é formado por 17 amostras positivas e 148 negativas, o
Grupo 2 por 18 positivas e 153 negativas e o Grupo 3 por 10 positivas e 25 negativas.

Esse agrupamento se deu possivelmente pelo fato dessa faixa espectral incluir
os comprimentos de onda do visivel, e, uma vez que o MTV Laborclin possui uma co-
loracdo avermelhada enquanto a solugao salina de NaCl uma coloragao transparente,
a reflexdo na faixa do visivel era determinada majoritariamente pelo tipo de solugdo de
transporte utilizada, e ndo pelo material biol6gico presente nas amostras. Ainda nao
se sabe o0 que ocasionou o agrupamento das amostras coletadas nos dias 8/12/2021
e 10/12/2021 que utilizaram a solucéo salina como solucao de transporte.

Essa influéncia da solugdo de transporte também pode explicar os resultados
ruins alcancados pelos classificadores. Dessa forma, com o intuito de realizar um
estudo em que os efeitos da solucdo utilizada sejam reduzidos, as analises feitas
anteriormente foram refeitas considerando os 3 grupos separadamente.

Para o Grupo 1, os melhores resultados foram encontrados utilizando o classi-

ficador Naive Bayes tendo como parametros de entrada os comprimentos de onda
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Figura 14 — Curvas ROC obtidas pelos 3 classificadores em cada caso. E possivel observar que todos
os classificadores atribuiram predigbes aleatérias.

com os maiores valores de F', calculados nos sinais cuja linha de base foi removida
por interpolagdo. As métricas obtidas nesse cendrio foram: ACC = 0,68 + 0,05;
SEN = 0,62 + 0,05; ESP = 0,73 + 0,08; AUC = 0,70. Para o Grupo 2, 0 me-
lhor desempenho foi alcangado com mesma estratégia, mas dessa vez com o clas-
sificador Random Forest e a segunda derivada dos sinais, alcangando as métricas:
ACC = 0,68 +0,08; SEN = 0,64 +£0,09; ESP = 0,72+ 0,07; AUC = 0, 74.

Esses resultados corroboram com a hipétese da influéncia da solugao de trans-
porte na aquisicdo dos dados na faixa espectral do visivel. E possivel notar que essas
acuracias indicam que os classificadores ndo mais atribuiram predicdes de maneira
aleat6ria, como no caso em que as amostras foram analisadas sem fazer distincao
entre o tipo de solugao de transporte utilizada.

Os melhores resultados foram obtidos para o Grupo 3, e por isso serao apresen-
tados em mais detalhes. A Tabela 5 e a Figura 16 apresentam os resultados para o
caso em que os 10 comprimentos de onda com maior valor de F' para o teste ANOVA
foram utilizados como parametro de entrada.

A partir dos resultados alcancados para o Grupo 3, é perceptivel que os clas-
sificadores sdo capazes de distinguir as amostras positivas das negativas com boa
acuracia. Ao analisar as curvas ROC da Figura 16, nota-se que os classificadores
Naive Bayes e SVM conseguiram um desempenho melhor do que o classificador Ran-

dom Forest em ambas as situagoes.
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Figura 15 — Distribuicao das amostras com base nos scores de suas componentes principais. No
grafico, sdo representadas as 3 componentes de maior variancia explicada.

Tabela 5 — Resumo das métricas extraidas da matriz de confusdo apés a etapa de classificagao
usando os 10 comprimentos de onda com maior valor de F. Houve uma melhora consideravel nas
acuracias obtidas, com destaque para o modelo em que a segunda derivada dos sinais foi usada em
conjunto com os classificadores SVM e Naive Bayes, obtendo uma acuracia de 91% e 93%
respectivamente. Também é possivel notar que a segunda derivada obteve um melhor desempenho

geral.
SEN ESP ACC
SVM 0,98+0,04 0,83+0,09 0,91+0,01
22 Derivada RF 0,83+0,10 0,84 4+0,10 0,83+0,09

Naive Bayes 0,96+ 0,07 0,89+0,09 0,93+0,07

SVM 0,75+0,06 0,75+0,13 0,75+0,09

Interpolacao RF 0,76 0,07 0,76 +0,10 0,75+0,10
Naive Bayes 0,78 +0,05 0,79+0,09 0,784+0,07

Para a situacdo em que a energia dos coeficientes da transformada wavelet foi
utilizada, os melhores resultados foram obtidos do sinal cuja linha de base foi removida
por interpolacdo juntamente com o classificador do tipo SVM (ACC = 0,72 + 0,07;
SEN = 0,74 £ 0,07; ESP = 0,68 + 0,12; AUC = 0,75). Essa mesma configuracao
também foi a que alcangcou as melhores métricas quando utilizados os scores das
componentes principais: ACC = 0,75+ 0,10; SEN =0,79+0,11; ESP = 0,72 £ 0, 12;
AUC =0,61.

Para esse grupo, foi possivel notar uma melhora significativa nos resultados

quando comparados ao valores obtidos para os Grupos 1 e 2. A melhor acuréacia
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Figura 16 — Curvas ROC obtidas pelos 3 classificadores em cada caso. Os classificadores obtiveram
um 6timo desempenho, principalmente quando utilizada a segunda derivada dos sinais.

obtida, de 93%, equipara-se aos valores encontrados em testes vendidos comerci-
almente. Vale ainda ressaltar que esses resultados foram obtidos apenas para as
amostras coletadas nos dias 08/12/2021 e 10/12/2021 que utilizaram a solugao salina
como solugéo de transporte. Ainda ndo se sabe o porqué dessas amostras se com-
portarem dessa forma, uma vez que a metodologia de aquisicdo se manteve ao longo

de todo o periodo de coleta.
5.1.2 Faixa de 1000-1500 nm

A Figura 17 apresenta exemplos de sinais apds a etapa de pré-processamento
para a faixa de 1000-1500 nm.

Da Figura 17a, é possivel observar que o sinal apresenta uma alta oscilacdo no
intervalo entre 1100 nm e 1200 nm. Esse mesmo intervalo também representa o pico
de absorgéao percebido na Figura 17b. Os resultados obtidos na etapa de classificacdo
utilizando todas as amostras nessa faixa espectral ndo foram bons, sendo o melhor de-
sempenho alcangado pelo classificador do tipo SVM quando, mais uma vez, utilizados
0s comprimentos de onda da segunda derivada selecionados com o teste ANOVA. As
métricas de avaliagdo para esse caso foram: ACC = 0,62 + 0,06; SEN = 0,58 + 0, 07;
ESP = 0,66 & 0,06 e AUC = 0, 63.

Assim como na analise da faixa espectral de 350-1000 nm, também foi avaliado
o desempenho dos classificadores ao considerar os grupos de amostras formados

pelo algoritmo de treinamento ndo supervisionado. Para o Grupo 1, os melhores re-
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Figura 17 — Sinais ap0s a etapa de pré-processamento. Todos os sinais foram normalizados para
média e variancia nulas.

sultados foram obtidos utilizando o classificador SVM em conjunto com os comprimen-
tos de onda da segunda derivada do sinal que alcangaram os maiores valores de F.
Para esse caso, as métricas obtidas foram: ACC = 0,70 £+ 0,08; SEN = 0,71 £ 0, 10;
ESP = 0,68 + 0,10; AUC = 0,76. Para o Grupo 2, o melhor desempenho foi obtido
com mesma estratégia, mas dessa vez o classificador Random Forest alcangou as
melhores métricas: ACC = 0,66 + 0,10; SEN = 0,68 + 0,16; ESP = 0,58 + 0, 09;
AUC =0, 71.

Da mesma forma que ocorreu na andlise da faixa de 350-1000 nm, os classifi-
cadores deixaram de apenas atribuir predicées aleatérias e passaram a operar com
desempenho razoavel. Esses resultados mostram que a solugédo de transporte tam-
bém influencia a andlise dos dados fora da faixa do visivel.

Mais uma vez, o melhor desempenho foi obtido na andlise do Grupo 3. A Tabela
6 e a Figura 18 apresentam os resultados para o caso em que os 10 comprimentos de
onda com maior valor de F' para o teste ANOVA foram utilizados como paréametros de
entrada.

Vale observar que a separacao das amostras nos 3 diferentes grupos de acordo
com a solucdo de transporte utilizada e data da coleta ndo pode ser feita utilizando
essa faixa espectral. A Figura 19 apresenta a projecdo das componentes principais
para as duas metodologias de pré-processamento, bem como os grupos formados

pelo algoritmo de classificagdo ndo supervisionado.
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Tabela 6 — Resumo das métricas extraidas da matriz de confusdo apés a etapa de classificagdo
usando os 10 comprimentos de onda com maior valor de F. Houve uma melhora consideravel nas
acuracias obtidas, com destaque para o modelo em que a segunda derivada dos sinais foi usada em
conjunto com os classificadores SVM e Naive Bayes, obtendo uma acuracia de 83%. Também é
possivel notar que a segunda derivada obteve um melhor desempenho geral.

SEN ESP ACC
SVM 0,85+0,07 0,80=£0,08 0,83+0,05
22 Derivada RF 0,83+0,06 0,79£0,04 0,81+0,05
Naive Bayes 0,81 £0,08 0,8440,07 0,83+0,06
SVM 0,82+0,06 0,76=£0,10 0,79=+0,06
Interpolagéo RF 0,72+0,11 0,76£0,10 0,75+0,10

Naive Bayes 0,7340,10 0,80+0,07 0,77 0,08
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Figura 18 — Curvas ROC obtidas pelos 3 classificadores em cada caso. Os classificadores obtiveram
um 6timo desempenho, principalmente quando utilizada a segunda derivada dos sinais.
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e GrupoYl e Grupo Y2
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Figura 19 — Projecdo das 3 componentes principais com maior varidncia explicada. Nesse caso, 0s
grupos formados pelo classificador k-means nédo representa nenhum conjunto de dados especifico.
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Diferentemente da andlise para a faixa de 350-1000 nm, nao é possivel identificar
agrupamentos nos dados projetados. Dessa forma, o classificador apenas agrupou as
amostras mais proximas entre si, sendo que os grupos formados nédo correspondem a
nenhum conjunto de amostras em especifico. A partir dessas observacoes, € possivel
inferir que a solucao de transporte possui uma influéncia menor nessa faixa espectral,
uma vez que nao é possivel separar as amostras com base na solu¢ao de transporte
utilizada através de um algoritmo de classificagdo ndo supervisionado. Entretanto,
essa influéncia ainda existe, evidenciada pelo desempenho superior dos classificado-

res quando analisadas amostras que utilizaram a mesma solucéo de transporte.

5.2 Banco de Dados 2

A Figura 20 apresenta exemplos de sinais de reflectancia obtidos com o espetr6-

metro Tellspec Enterprise Sensor.
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Figura 20 — Sinais coletados utilizando o Tellspec Enterprise Sensor. Diferentemente do caso em que
foi utilizado o FieldSpec 3, os sinais agora nao apresentam uma descontinuidade em 1000 nm.

Ao observar a Figura 20, é possivel notar que a ordem de grandeza dos si-
nais coletados com esse equipamento € menor do que a dos sinais coletados no
Banco de Dados 1. Isso ocorre ndo apenas devido ao uso de um equipamento dife-
rente, mas também pela nova configuracao e posicionamento dos sensores e da fonte
luminosa, como mostrado anteriormente nas Figuras 6 e 7. Esses sinais também

aparentam ser mais ruidosos, 0 que se da por conta da resolugdo espectral desse
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equipamento ser inferior. Na Figura 21, sdo apresentados os sinais apds as etapas de

pré-processamento e normalizagéo.
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Figura 21 — Sinais ap0s a etapa de pré-processamento. Todos os sinais foram normalizados para
média e variancia nulas.

Da Figura 21a, percebe-se que a segunda derivada mais uma vez amplificou os
ruidos do sinal original. Nota-se também uma grande variagcdo na regiao proxima a
1000 nm e na regido entre 1100-1200 nm. Essas variagbes sao observadas como
picos de absorcdo na Figura 21b. Quando comparados os resultados da Figura 21
com os da Figura 17, é possivel notar uma equivaléncia entre os sinais obtidos pelos
dois equipamentos para a faixa entre 1000 e 1500 nm. Dessa forma, mesmo que
a ordem de grandeza dos sinais coletados com o Tellspec Enterprise Sensor seja
menor, quando pré-processados e normalizados, os sinais obtidos com ambos os
equipamentos sao semelhantes, o que é esperado, uma vez que se trata da mesma
faixa espectral.

Na etapa de classificagdo, os melhores resultados foram alcangados utilizando
os comprimentos de onda da segunda derivada do sinal em conjunto com um classifi-
cador do tipo Random Forest. Os parametros de desempenho para esse caso foram:
ACC = 0,64 +0,08; SEN = 0,68 +0,12; ESP = 0,57 + 0,08 € AUC = 0,67. Es-
ses resultados sédo superiores aos obtidos com o espectrometro FieldSpec 3 para a
faixa espectral de 1000-1500 nm. Vale ainda ressaltar que quando a metodologia de
pré-processamento foi a remocéo da linha de base por interpolagéo, todos os classifi-

cadores tenderam para a aleatoriedade, com acuracias em torno de 50% em todas as
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situacoes.

Ao analisar o comportamento da projecdo das componentes principais, nao foi
possivel separar os grupos de acordo com solugao de transporte utilizada, como mos-
trado na Figura 22. Entretanto, dois grupos foram criados manualmente, um com as
amostras que utilizaram a solucdo salina e o outro com as amostras que utilizaram o
MTYV Laborclin. O primeiro grupo possui 103 amostras sendo 14 positivas e 89 negati-

vas, enquanto o segundo grupo possui 10 amostras positivas e 39 amostras negativas.
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e GrupoYl e Grupo Y2
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Figura 22 — Grupos formados pelo classificador K-means. Uma primeira inspe¢ao visual identificou a
possivel formagao de dois grupos, por isso os parametros do classificador foram ajustados para a
identificacao de apenas dois. Apesar do agrupamento, os grupos formados néo correspondem a

amostras com metadados em comum.

Para o grupo formado pelas amostras que utilizaram o a solucéo salina de NaCl,
o melhor resultado foi obtido utilizando o classificador Random Forest em conjunto
com os comprimentos de onda extraidos da segunda derivada dos sinais. As métricas
para esse caso foram: ACC = 0,67 + 0,14, SEN = 0,73 + 0,16, ESP = 0,66 + 0,16 e
AUC =0, 74.

Ja o0 caso em que foram analisadas as amostras que utilizaram o MTV Laborclin,
em especial quando utilizados os comprimentos de onda selecionados com o teste
ANQVA, os resultados alcangcaram um melhor desempenho e estdo apresentados na
Tabela 7 e na Figura 23.

Da Tabela 7, é possivel notar que os modelos alcancaram bons resultados, com
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Tabela 7 — Resumo das métricas extraidas da matriz de confusdo apés a etapa de classificacdo
usando os comprimentos de onda com maior valor de F. Ambas as metodologias de
pré-processamento alcangaram acuracias semelhantes. Entretanto, os sinais que tiveram a linha de
base removida por interpolagdo obtiveram uma sensibilidade maior.

SEN ESP ACC
SVM 0,774+0,08 0,67+£0,06 0,72%0,12
22 Derivada RF 0,744+0,07 0,68=£0,06 0,72 0,10
Naive Bayes 0,7940,04 0,70 +0,06 0,74+ 0,06
SVM 0,94+0,04 0,53+£0,07 0,74+0,10
Interpolagdo RF 0,694+0,08 0,58+£0,06 0,64+0,12
Naive Bayes 0,820,04 0,60+0,05 0,710,07
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Figura 23 — Curvas ROC obtidas pelos 3 classificadores em cada caso. O classificador do tipo Naive
Bayes alcancou os maiores valores de area sob a curva em ambos os cenarios, com AUC = 0,81 e
AUC = 0, 74.

acuracias acima de 70% na maioria dos casos. Também vale destacar a alta sen-
sibilidade alcancada pelos classificadores SVM (SEN = 0,94 + 0,04) e Naive Bayes
(SEN = 0,82 + 0, 04) quando utilizados os sinais que tiveram a linha de base removida
por interpolagdo. Essa alta sensibilidade veio acompanhada de uma especificidade
baixa, mas sem comprometer a acuracia. Ja ao observar a Figura 23, percebe-se que
as areas sobre a curva sao maiores quando utilizada a segunda derivada, sugerindo
gue esse método de pré-processamento pode ser o mais eficiente para esse banco

de dados.
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5.3 Banco de Dados 3

Esse banco de dados foi montado com o intuito de avaliar a influéncia do vidro
dos tubos de ensaio na coleta dos dados espectroscopicos. As janelas de cristal
utilizadas se apresentam como uma solucao ideal para esse propdsito, uma vez que
possuem uma transmitancia total nessa faixa espectral, ou seja, ndo refletem nem
absorvem esses comprimentos de onda.

Além disso, o volume de liquido (swab + solucao de transporte) utilizado é padro-
nizado (5 pL), evitando interferéncias que possam vir a acontecer devido a variagcéo de
volume de liquido nas amostras. A Figura 24 apresenta exemplos de sinais espectrais

coletados para o Banco de Dados 3 antes das etapas de pré-processamento.
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Figura 24 — Sinais coletados utilizando o Tellspec Enterprise Sensor em conjunto com as janelas de
cristal. Mais uma vez os sinais apresentam um aspecto ruidoso devido a baixa resolucao do
espectrometro.

Comparando-se as Figuras 24 e 20, percebe-se uma grande diferenca entre os
sinais coletados, o que evidencia a influéncia do vidro dos tubos de ensaio na coleta.
Também é possivel notar que a ordem de grandeza da reflecténcia dos sinais cole-
tados no Banco de Dados 3 € maior quando comparada a do Banco de Dados 2. A
Figura 25 apresenta os sinais ap6s as etapas de pré-processamento.

Da Figura 25a, percebe-se que a segunda derivada amplificou os ruidos dos
sinais originais, e nenhum padréo especifico pdde ser observado. Ja na Figura 25b, a

remocao da linha de base tornou evidente a presenca duas zonas de alta de absorgéo,
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Figura 25 — Sinais apos a etapa de pré-processamento. Todos os sinais foram normalizados para
média e variancia nulas.

a primeira entre os comprimentos de onda de 1000-1100 nm, e a segunda entre 1400-
1600 nm.

Na etapa de classificacao, os melhores resultados foram obtidos para o caso em
que foram utilizados os comprimentos de onda que obtiveram os maiores valores de
F extraidos do sinal cuja linha de base foi removida por interpolacéo. O classificador
do tipo SVM foi o que alcancou as melhores métricas: ACC = 0,72 + 0,05, SEN =
0,70 £0,10, ESP =0,74+ 0,13 e AUC = 0, 70. A Figura 26 apresenta as curvas ROC
dos trés classificadores utilizados nessa situagao.

O desempenho dos modelos quando utilizada a energia média dos coeficientes
da transformada wavelet, calculados no sinal sem a linha de base, que foi removida por
interpolacéo, se mostrou razoavel, obtendo uma acuracia de 71% para o classificador
Naive Bayes. Ja o uso dos scores das componentes principais obteve uma acuracia
maxima de 65% com o modelo SVM. Além disso, o desempenho dos modelos quando
utilizadas métricas extraidas da segunda derivada dos sinais foi inferior, chegando a
uma acuracia maxima de 61% com o algoritmo Naive Bayes. Vale ainda ressaltar que
o classificador Random Forest obteve as piores métricas na analise desse banco de

dados.
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Figura 26 — Curva ROC para os 3 classificadores quando utilizados os comprimentos de onda
selecionados com o teste F. E possivel notar que as medidas extraidas da segunda derivada nao
apresentaram um bom desempenho. Ja quando extraidas dos sinais cuja linha de base foi removida
por interpolacao, os classificadores tiveram uma boa performance, sendo o modelo do tipo Naive
Bayes aquele com a maior area sobre a curva AUC = 0, 75. Entretanto, a acuracia alcancada pelo
SVM (72%) foi superior a dos algoritmos Random Forest (69%) e Naive Bayes (69%).

6 DISCUSSAO

Este trabalhou buscou utilizar os fundamentos da espectroscopia Vis-NIR e do
aprendizado de maquina para distinguir amostras de swab nasofaringeo com a pre-
senga do virus SARS-CoV-2. Foram utilizadas amostras coletadas em um laboratorio
parceiro, que posteriormente foram submetidas a analise espectral através do uso de
dois diferentes espectrometros, o FieldSpec 3 e o Tellspec Enterprise Sensor.

Os resultados sugerem uma forte influéncia da solu¢do de transporte na aquisi-
cdo dos dados espectrais, em especial na faixa de 350-1000 nm, em que foi possivel
separar as amostras com diferentes solu¢des de transporte utilizando um algoritmo
nao supervisionado. Além disso, um novo grupo, formado pelas amostras coletadas
nos dias 08/12/2021 e 10/12/2021 que utilizaram a solugéo salina como solug¢édo de
transporte, péde ser identificado. Ainda ndo se sabe 0 que ocasionou esse agrupa-
mento, uma vez que o método de aquisicdo dos dados se manteve durante todo o
periodo de coleta. Também foi nesse grupo que se obtiveram os melhores resultados,
com uma acuracia em torno de 93% quando utilizada a faixa de 350-1000 nm.

Ja para os outros dois grupos, os melhores resultados foram obtidos utilizando

a faixa fora do visivel. Para as amostras que utilizaram a solugéo salina, as melhores
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métricas foram alcancadas usando a faixa de 1000-1500 nm do FieldSpec 3, com uma
acuracia de 70%. Para o grupo formado pelas amostras que utilizaram o MTV Labor-
clin, o melhor desempenho se deu com o uso da faixa de 900-1600 nm do Tellspec
Enterprise Sensor, com uma acuracia de 74%. Esse espectrdmetro também se mos-
trou mais eficiente na situacdo em que as amostras nao foram separadas de acordo
com a solucao de transporte utilizada, obtendo uma acuracia de 64%.

A performance do TES para a base de dados em que se utilizaram as janelas de
cristal apresentou bom desempenho, com uma acuracia em torno de 72%. Uma vez
que esse desempenho é equiparavel aos casos em que se utilizaram tubos de ensaio,
esse resultado sugere que, apesar da sua influéncia na coleta dos dados espectrais,
o vidro ndo compromete a performance do sistema. Logo, para esse tipo de estudo, o
uso das janelas de cristal pode ser dispensado.

Na literatura, poucos trabalhos buscaram avaliar o uso da espectroscopia para
o diagndstico da Covid-19. No trabalho desenvolvido em (36), os autores utilizaram
um espectrometro do tipo ATR-FTIR (do inglés, Attenuated total reflectance Fourier-
transform infrared spectroscopy) com uma faixa espectral de 2200 nm a 16600 nm
para coletar os espectros de amostras de RNA extraidos de swab nasofaringeo.

Foram utilizados 280 espécimens nesse estudo, sendo 100 testados positivo
para Covid-19 e 180 testados negativo através do método RT-gPCR. Os autores utili-
zaram um filtro Savitzky-Golay para calcular a segunda derivada dos sinais e em se-
guida aplicaram um modelo de classificacdo esparsa para extrair caracteristicas dos
280 sinais coletados. Foram ainda aplicados modelos PCA e PLS (do inglés, Partial
least squares) para reduzir a dimensionalidade dessas caracteristicas extraidas. Por
fim, foram utilizados modelos de aprendizado supervisionado, como o SVM, para rea-
lizar a classificagdo. Os autores conseguiram alcangar uma acuracia proxima a 98%
com a metodologia proposta.

Apesar dos bons resultados, o0 método proposto em (36) possui algumas des-
vantagens. Uma delas diz respeito ao custo da implementagdao, uma vez que um
espectrémetro do tipo ATR-FTIR € consideravelmente mais caro do que os utilizados
neste trabalho. Além disso, os autores coletam os dados espectrais em amostras de
RNA, sendo a extragdo de RNA um processo custoso, demorado e que exige mao de

obra especializada. Ja o trabalho aqui proposto coleta os espectros diretamente das
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amostras de swab nos tubos de ensaio ou em janelas de cristal.

Ja no trabalho (37), os autores também utilizaram um espectrobmetro do tipo
ATR-FTIR com faixa espectral de 2200 nm a 16600 nm para obter o espectro de 243
amostras de swab nasofaringeo, diagnosticados através do método RT-qPCR. Os es-
pécimens nesse trabalho foram acondicionados em duas solu¢des de transporte dis-
tintas (chamadas pelos autores de liquido 1 e liquido 2), e por isso as analises foram
feitas separadamente para cada liquido. Cinco microlitros de liquido foram colocados
em um papel filme e secados ao ar livre por duas horas. Na sequéncia, o material foi
colocado no espectrémetro e os dados espectrais foram coletados.

Na etapa de processamento e classificac¢ao, foi utilizado um filtro Savitzky-Golay
para extrair a segunda derivada dos sinais e um modelo PLS para extragdo de ca-
racteristicas e redugédo da dimensionalidade. Foi entdo utilizado um classificador do
tipo KNN (do inglés, k nearest neighbors) para realizar a identificagdo das amostras.
Seguindo esse método, foi possivel obter uma acuracia de 76,9% e 78,4% para 0s
liquidos 1 e 2, respectivamente.

Os resultados encontrados em (37) sdo condizentes com os apresentados nesse
trabalho, uma vez que as acurdcias obtidas em ambos os trabalhos sdo proximas.
Além disso, foi demonstrado que as solugcdes de transporte utilizadas interferem di-
retamente nos resultados dos classificadores. As desvantagens do trabalho proposto
por (37) dizem respeito ao custo do equipamento, uma vez que se trata de um es-
pectrémetro ATR-FTIR, e do processo de secagem das amostras, que leva um tempo
consideravel de duas horas.

Até onde vai o conhecimento do autor, ndo existem na literatura trabalhos que
utilizem a faixa espectral Vis-NIR no diagnéstico da Covid-19, o que torna dificil uma
comparacao direta dos resultados com outros trabalhos. Entretanto, o método aqui
proposto se apresenta como uma alternativa promissora e que corrobora com a litera-
tura sobre o estudo da viabilidade da espectroscopia na identificagdo de amostras de
swab infectadas pelo SARS-CoV-2.

7 CONCLUSAO E TRABALHOS FUTUROS

Esse trabalho estudou a viabilidade do uso da espectroscopia Vis-NIR, em con-

junto com técnicas de processamento de sinais e aprendizado de maquina, para a
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identificacao de amostras de swab nasofaringeo infectadas pelo virus SARS-CoV-2.
Com o auxilio dos espectrometros comerciais FieldSpec 3 e Tellspec Enterprise Sen-
sor, foram coletados e organizados trés bancos de dados espectrais obtidos de amos-
tras de swab nasofaringeo previamente analisadas para deteccdo do SARS-CoV-2
através do método RT-gPCR. Os sinais coletados foram entao pré-processados utili-
zando técnicas de filtragem e remocao da linha de base. Na sequéncia, foram utili-
zadas métricas como a energia média dos coeficientes da transformada Wavelet, os
scores das componentes principais e o valor de F' do teste ANOVA, para extrair carac-
teristicas que serviram de entrada para classificadores supervisionados. Os classifi-
cadores utilizados foram do tipo SVM, Random Forest e Naive Bayes

Para as amostras que utilizaram a solugéo salina como solugéo de transporte, o
melhor resultado foi uma acuracia de 70%, alcangcada com a faixa de 1000-1500 nm do
espectrometro FieldSpec 3. Ja& o espectrémetro Tellspec Enterprise Sensor, foi mais
eficiente para identificar as amostras que utilizaram o MTV Laborclin, alcangando uma
acuracia de 74%.

Através de um algoritmo de aprendizado ndo supervisionado, foi possivel iden-
tificar uma novo grupo de amostras, formado pelos exemplares coletados nos dias
08/12/2021 e 10/12/2021 que utilizaram a solucao salina de NaCl como solucéo de
transporte. Nesse grupo, o desempenho obtido se equipara a de testes comerciais,
com uma acuracia de 93%. Além disso, foi investigada a necessidade do uso de jane-
las de cristal durante a etapa de aquisi¢cao dos espectros. Para o estudo proposto, o
uso das janelas se mostrou dispensavel, pois ndo teve um grande impacto no desem-
penho do sistema.

Com esses resultados, foi possivel concluir que a espectroscopia Vis-NIR € uma
técnica promissora para o diagnostico do SARS-CoV-2. Também se pbéde observar a
influéncia da solucao de transporte na aquisicao dos dados espectrais e consequen-
temente o seu impacto na acuracia do sistema. Foi demonstrado que a configuracédo
montada com o FieldSpec 3 é mais eficiente para amostras que utilizaram o NaCl
como solucao de transporte, enquanto a configuragdo com o Tellspec Enterprise Sen-
sor € mais eficiente para as amostras que utilizaram o MTV Laborclin. Ademais, para
esse estudo, o uso das janelas de cristal € dispenséavel.

Como sugestdes para trabalhos futuros, € sugerida a ampliacdo do banco de
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dados e padronizagao da solucéo de transporte utiliza, tanto para aqueles bancos em
que se utilizaram os tubos de ensaio, como o0s que utilizaram as janelas de cristal.
Dessa forma, serd possivel avaliar com uma maior confiabilidade os resultados en-
contrados. Também é sugerida a testagem dupla das amostras utilizadas, ou seja,
submeter a mesma amostra duas vezes ao teste RT-gPCR e verificar se o resultado
do teste se mantém o mesmo. Assim, 0s possiveis erros de diagnéstico relacionados
com imprecisao intrinseca ao RT-qPCR serao reduzidos. Ademais, € sugerida a fil-
tragem das amostras de swab. Essa filtragem ira eliminar dos espécimens elementos

bioldégicos que nao sao de interesse, como coriza e sangue.
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