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RESUMO

Neste estudo, apresentamos um novo método de classificacdo de emocgdes a partir
de sinais de EEG, baseado na lateralizagdo de emocgdes no cérebro. Usamos um
conjunto de dados publicos de sinais de EEG, extraidos através do gadget EMOTIV
EPOC+ MobileEEG de 14 canais, para detecgao de emogdes em diferentes cenarios
de videogames com quatro videogames comerciais diferentes, representando quatro
estados emocionais (alegria, calma, tristeza, raiva). O foco do estudo é investigar os
efeitos das teorias de lateralizagdo de valéncia, dominancia do hemisfério direito e
lateralizagdo de aproximacédo-retirada, em trés algoritmos de classificacdo (KNN,
SVC e Random Forest). Os resultados mostram que, usando quatro pares de canais
assimétricos frontais relacionados a emog¢ao no cérebro e trés cenarios de
lateralizagdo de emocgao, é possivel melhorar a precisdo do reconhecimento de
emocao na classificagdo multi-classe de emog¢des com relacao a classificadores que
desconsideram essas hipéteses, usando o método de validagao cruzada de 10 folds
nos trés classificadores. Foram selecionados quatro pares de canais assimétricos
relacionados a emocgao no cérebro (AF3-AF4, F3-F4, P7-P8, T7-T8) e trés cenarios
de lateralizacdo de emocao para testar nosso método. Houve um aumento de
performance em todos os classificadores relacionados aos esquemas de
lateralizagao, exceto da hipotese de hemisfério direito.

Palavras-chave: eeg; jogos; emocgdes; classificador;



ABSTRACT

In this study, we present a new method for classifying emotions from EEG signals,
based on the lateralization of emotions in the brain. We used a public dataset of EEG
signals, extracted through the 14-channel EMOTIV EPOC+ MobileEEG gadget, for
emotion detection in different video game scenarios with four different commercial
video games, representing four emotional states (happiness, calmness, sadness,
anger) . The focus of the study is to investigate the effects of the theories of valence
lateralization, right hemisphere dominance and approach-withdrawal lateralization,
on three classification algorithms (KNN, SVC and Random Forest). The results show
that, using four pairs of emotion-related frontal asymmetric channels in the brain and
three emotion lateralization scenarios, it is possible to improve the accuracy of
emotion recognition in the multi-class classification of emotions with respect to
classifiers that disregard these assumptions, using the 10-fold cross-validation
method on the three classifiers. Four pairs of emotion-related asymmetric channels in
the brain (AF3-AF4, F3-F4, P7-P8, T7-T8) and three emotion lateralization scenarios
were selected to test our method. There was a performance increase in all classifiers
related to lateralization schemes, except for the right hemisphere hypothesis.

Key-words: eeg; games; emotions; classifier;
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1. INTRODUGAO

A emocdo € uma resposta breve e com multiplos componentes a
alguma alteracdo no modo como as pessoas interpretam - ou avaliam - suas
circunstancias atuais. Quando um individuo avalia sua circunstancia atual
como algo ruim , uma emogao negativa € originada, e quando ele registra
uma perspectiva otimista , surge uma emocgao positiva. O componente que
reconhecemos de forma mais frequente € a experiéncia subjetiva da emogao
- o estado afetivo ou tom do sentimento que a emocéao traz - acompanhada
de respostas fisioldgicas, particularmente aquelas que envolvem o sistema
nervoso autbnomo, como mudangas na frequéncia cardiaca e atividade da
glandula sudoripara. (ATKINSON, HILGARD, 2018)

A emogdo tem uma influéncia substancial em processos de
aprendizagem, incluindo aprendizagem espacial, bem como em processos
cognitivos caracteristicos dos seres humanos tais como percepg¢ao, atencao,
memoria, raciocinio e solugdo de problemas, especialmente modulando a
seletividade da atencao, assim como motivando a acdo e o comportamento.
Esse controle atencional e executivo esta intimamente ligado aos processos
de aprendizagem, pois as capacidades atencionais intrinsecamente limitadas
sdo mais bem focadas em informacdes relevantes. A emocgao também facilita
a codificacédo e ajuda na recuperagao de informagdes de forma eficiente,
tendo influéncia direta em diversos ambientes, incluindo aqueles que

favorecem o processo de aprendizagem (TYNG et al., 2017).

O estudo das emocgdes eliciadas por jogos digitais vem recebendo
atencdo dos pesquisadores, principalmente por envolverem experiéncias
cognitivas mais complexas, podendo haver uma indugdo de emogdes
positivas e negativas durante a mesma experiéncia de jogo em diferentes
intervalos de tempo (RAVAJA et al., 2008). Nesse sentido, estudar como um
conjunto de emocgdes se desenvolve durante a imersdo em um ambiente com
varios estimulos externos como os jogos digitais pode contribuir para um
melhor entendimento das emocgdes e suas influéncias nos processos

cognitivos que regem a experiéncia humana como individuos.
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Os jogos digitais sao ferramentas interativas que podem evocar
emocgdes nos jogadores utilizando recursos como narrativa, mecanica de jogo,
estética e midia digital (como musica, sons, imagens, videos). O ato de jogar
é tanto intelectual quanto emocionalmente envolvente, evocando sentimentos
positivos e negativos nos jogadores, sendo que alguns estudos de
reconhecimento de emocgdes a partir de sinais fisiolégicos tém utilizado
videogames como ferramenta de estimulo emocional, principalmente em
cenarios de criacdo de jogos para testar como diferentes fases do jogo
provocam sentimentos como tédio, tensdo, terror ou engajamento
(MARTINEZ-TEJADA et al., 2021).

Os sinais fisiolégicos podem ser divididos em duas categorias: aqueles
provenientes do sistema nervoso periférico como, por exemplo, frequéncia
cardiaca, eletromiograma, resposta galvanica da pele, e aqueles
provenientes do sistema nervoso central,b, como o sinal de
eletroencefalograma (EEG), que € o foco da presente dissertagdo. O estudo
do sinal de EEG em cenarios de jogo pode fornecer uma aproximagao de
como as emogdes se manifestam em um cenario de interagdo humano-
computador, ndo apenas para eventos relacionados a jogos, mas também
para cognigdo, treinamento e aplicagdes de interface homem-maquina
(CHANEL et al., 2011).

Alguns trabalhos de reconhecimento de emogdes tém usado jogos
digitais como estimulo emocional, principalmente em cenarios de
desenvolvimento de jogos, para atingir emogdes especificas como tédio,
estresse, medo ou engajamento. No entanto, uma das principais limitagoes
da atual literatura é auséncia do uso de teorias psicoldgicas promissoras,
como a lateralizagdo da emocdo e a exploragdo de seus impactos nos
algoritmos de classificacdo, sendo estas duas abordagens recomendadas. A
lateralizagcdo da emocéao € uma predisposi¢ao de cada hemisfério do cérebro

para processar certas emog¢des (CHANEL et al., 2011).

Existem trés hipdteses de lateralizacdo basicas de emogéo no coértex
cerebral que sao apoiadas por pesquisas empiricas que empregam uma

variedade de modalidades de recursos, incluindo neuroimagem e EEG:
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lateralizacdo de valéncia (V), dominancia do hemisfério direito (R) e
lateralizagcdo de aproximacéao-retirada (AP). Para todos os tipos de estimulo
emocional, o hemisfério direito € dominante sobre o hemisfério esquerdo, de
acordo com a teoria do hemisfério direito. Por outro lado, certas regides do
hemisfério esquerdo sdo especializadas no processamento de emogdes
positivas, enquanto certas regides do hemisfério direito sdo especializadas no
processamento de emocgbes negativas, de acordo com a hipotese de
lateralizagdo de valéncia. A hipotese conhecida como lateralizagdo de
aproximacao-retirada afirma que as emogdes que provocam acgbes de
aproximacado sao lateralizadas para o hemisfério esquerdo, enquanto as
emogdes que provocam comportamentos de retirada s&o lateralizadas para o
hemisfério direito (PEREIRA; KHAN, 2017).

Assim, o presente trabalho teve como objetivo explorar os efeitos
dessas trés teorias de lateralizagdo emocional na performance de trés
algoritmos de classificagao, usando um conjunto de dados publicos de sinais

de EEG para detecgdo de emogdes em diferentes cenarios de videogames.

Para obter os sinais de EEG, um conjunto de dados publicos criado
por Alakus, Gonen e Turkoglu (2020) foi utilizado, o qual consiste em quatro
jogos comerciais representando quatro estados emocionais diferentes (Train
Sim World - G1: raiva, Unravel - G2: calma, Slender—The Arriva - G3:
tristeza, Goat Simulator - G4: alegria). Particularmente, queremos mostrar os
resultados do uso de quatro pares de canais assimétricos relacionados a
emocgao no cérebro (AF3-AF4, F3-F4, P7-P8, T7-T8) e trés cenarios de
lateralizagdo de emocéo, para melhor entendermos como estas hipoteses
influenciam o processo de classificagcdo de quatro emogdes (alegria, calma,

tristeza, raiva).

Até onde é de conhecimento do autor, este € um dos primeiros
trabalhos a abordar os efeitos da lateralizagcdo da emogédo em algoritmos de

classificagdo de emog¢des multi-classe com jogos de computador

O restante deste trabalho esta organizado da seguinte forma: na
Capitulo 1.1, constam outros estudos referentes a extragao de caracteristicas

de sinais eletrofisioldgicos de jogos digitais. O Capitulo 2 apresenta os
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objetivos do trabalho. Ja o Capitulo 3 diz respeito ao referencial terérico. O
Capitulo 4 explica a metodologia utilizada, que discorre sobre as bases de
dados, o pré-processamento dos sinais, as abordagens usadas na etapa de
aquisicdo e construcido do vetor de caracteristicas, e por fim, a etapa de
classificagao das imagens. Os resultados obtidos encontram-se no Capitulo 5,
as discussdes do trabalho se encontram no Capitulo 6 e a conclusdo do

trabalho pode ser vista no Capitulo 7.
1.1. TRABALHOS CORRELATOS

No trabalho de Marin-Morales et al. (2018), os sinais de EEG foram
coletados em um ambiente de realidade virtual imitando espacos
arquitetdnicos apresentados por meio de panoramas de 360° durante
periodos de 90 segundos para conduzir a identificagdo de emogdes.
Eletrodos frontais (Fz, F3 e F4), centrais (Cz, C3 e C4) e parietais (POz, P3 e
P4) foram usados para capturar a atividade elétrica. Para gerar quatro
estados emocionais diferentes, quatro cenarios-base separados foram
criados alterando diferentes valores de trés variaveis de projeto:
iluminacgao, cor e forma. Os autores obtiveram caracteristicas de frequéncia e
atributos de conectividade funcional das bandas (4-8 Hz), (8—-12 Hz), (13-25
Hz) e (25-40 Hz). As caracteristicas mais significativas foram escolhidas
usando seu modelo de maquina de vetor de suporte de eliminacdo de
recursos com base na pesquisa de conectividade funcional de EEG, o que
implica que a conectividade funcional cortical oferece correlagdes emocionais
eficientes, tendo aplicagdes em areas diversas como a arquitetura, a saude, a

educacao e os jogos digitais.

Ja no trabalho de Ghosh, Saha e Konar (2021), Candy Crush Saga,
um jogo de lazer, e Stickman Archers, um jogo violento, foram usados como
estimulos emocionais para evocar seis emogdes diferentes: alegria, tristeza,
surpresa, nojo, raiva e humor neutro. Eles usaram um dispositivo da marca
Nihon Kohden, com 21 canais para capturar os dados de EEG. Cada pessoa
participou do experimento por 30 dias, com cinco testes experimentais todos
os dias, durante os quais cada participante jogou um jogo por 10 minutos.

Dados de EEG foram usados para determinar as areas cerebrais que
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exibiram ativagdo emocional. Os autores descobriram que, durante os
estados de excitacdo das cinco emogdes (exceto neutra), as regides pré-
frontal, frontal e temporal do cérebro permaneceram altamente ativas, mas
apenas o lobo occipital foi ativado durante a condigdo neutra (sem tarefa

cognitiva/neutra).

CHANEL et al., (2011) propuseram uma técnica para ajustar a
complexidade de um jogo de Tetris com base nas emog¢des do jogador, as
quais foram avaliadas por meio de um EEG de 19 canais. Os voluntarios
participaram de seis sessdes durante as quais utilizaram o jogo em um limite
de tempo de 5 minutos. Usando questionarios, eles classificaram a
dificuldade de cada jogo junto com uma resposta emocional. Foram
observadas varias diferencas nas bandas oscilatéorias Teta e Beta
relacionadas aos eletrodos a esquerda (Teta: C3, T7, P3, P7, O1; Beta: Fp1,
P7, O1), centrais (Teta: Fz, Cz; Beta: Cz), e a direita (Teta: F4, C4, T8, O2;
Beta: C4, T8, P8, O2) entre trés condigdes de dificuldade (facil, normal e
dificil).

Em outro estudo (ALAKUS; GONEN; TURKOGLU, 2020), os autores
usaram sinais de EEG de seu préprio conjunto de dados, denominado
GAMEEMO. Os dados foram utilizados para distinguir emogdes positivas e
negativas. A investigagdo comegou com a determinacdo da entropia
espectral dos sinais. Em seguida, foi usado um algoritmo de classificagao
para diferenciar as emogdes pretendidas. A arquitetura de memdaria de longo
prazo bidirecional profunda (BiLSTM) foi empregada como algoritmo
classificador. A abordagem resultou em 76,91% de acuracia e uma area sob
a curva de caracteristica operacional do receptor (ROC, do termo em inglés)
de 90% .

Em resumo, a literatura conta com um acervo de pesquisas que
relacionam jogos digitais e classificacdo de emogdes a partir de sinais de
EEG. No entanto, uma das principais deficiéncias da atual literatura é
auséncia do uso de teorias psicoldgica promissoras, como a lateralizagao da
emocao, e a exploracao de seus impactos nos algoritmos de classificagao. O

presente estudo pretende incentivar, a partir dos resultados mostrados neste
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trabalho, que tal caminho é promissor, de forma que possamos melhor

compreender 0s processos relacionados a emogao que ocorrem no cérebro.
2. OBJETIVO
2.1. OBJETIVO GERAL

O objetivo deste trabalho é analisar a classificagdo de quatro emocdes
(alegria, calma, tristeza, raiva) induzidas por jogos digitais, usando

caracteristicas que levam em consideracao as teorias da lateralizacao cortical.
2.2. OBJETIVOS ESPECIFICOS

- Desenvolver formas de extracdo de caracteristicas que levam em
consideragcao as teorias da lateralizacdo de valéncia, dominancia do

hemisfério direito e lateralizagado de aproximagao-retirada.

- Desenvolver um sistema computacional capaz de analisar e determinar o

estado emocional do sujeito de forma automatizada.

- Criar um método de otimizacdo de hiperparametros do sistema

computacional que possibilite a reproducao dos resultados.

- Comparar os resultados obtidos dos classificadores em cada um dos trés

cenarios de lateralizagdo emocional.

- Buscar evidéncias da possivel ocorréncia dos fendbmenos evidenciados
através das teorias da lateralizacdo de valéncia, dominancia do hemisfério
direito e lateralizacdo de aproximacao-retirada, a partir dos resultados obtidos

e trabalhos na literatura.
3. REFERENCIAL TEORICO
3.1. LATERALIZAQAO HEMISFERICA

As pesquisas acerca da neurociéncia afetiva debatem com frequéncia
a questdo de como o cérebro se organiza para processar emogdes, com
énfase consideravel na lateralizagdo desses processos entre os dois
hemisférios do cérebro. Para a expressdo comportamental da emocao,

evidéncias sugerem que as regides anteriores do cérebro sdo organizadas de
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forma assimétrica, com o hemisfério cerebral esquerdo especializado no
processamento de emogdes positivas ou relacionadas a aproximagao, e o
hemisfério direito, especializado no processamento de emogdes negativas ou
relacionadas a retirada (esquiva). Para a percepg¢ao de estimulos emocionais,
no entanto, a evidéncia de lateralizagdo tem sido menos consistente
(PEREIRA; KHAN, 2017).

As trés principais teorias sobre a questao da lateralizagao cerebral da

percepgao emocional, de acordo com Pereira e Khan (2017), sao:

I) Hipétese de aproximagdo-retirada (AP): afirma que as emogdes que
provocam comportamentos de aproximagdo (como raiva e alegria) sao
lateralizadas para o hemisfério esquerdo, enquanto as emogdes que
provocam comportamentos de retirada (como tristeza e calma) sao

lateralizadas para o hemisfério direito.

Il) Hipétese do Hemisfério Direito (R): afirma que o hemisfério direito do

cérebro é especializado na percepgao, expressao e experiéncia da emogao.

lIl) Hipotese de valéncia (V): afirma que o hemisfério direito € dominante para
emocgdes negativas e o hemisfério esquerdo € dominante para emogdes

positivas

3.2. SINAIS DE ELETROENCEFALOGRAFIA E SEU PROCESSAMENTO

O eletroencefalograma (EEG) é um método nao invasivo amplamente
utilizado para monitorar sinais cerebrais. Baseia-se na colocagdo de
eletrodos de metal no couro cabeludo que medem os pequenos potenciais
elétricos que surgem devido a agao neuronal dentro do cérebro. Seus
principais beneficios, em comparacdo com outras técnicas de imagem
cerebral, sdo que ela tem uma resolugdo temporal muito alta - capaz de
rastrear eventos dentro do cérebro com precisdo de milissegundos - e que €,
em principio, portatii. Como resultado, o EEG se apresenta como uma
modalidade de detec¢cdo muito utilizada para uma variedade de aplicagbes de
saude e bem-estar, desde o diagnostico de epilepsia até o monitoramento
emocional (CASSON et. al. 2018).
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Os sinais de EEG variam temporal e espacialmente e por isso varios
eletrodos sao usados simultaneamente, posicionados, em geral, seguindo o
chamado padrao 10-20, que € baseado na relacéo entre a localizagao de um
eletrodo e a area subjacente do coértex cerebral. Os numeros 10 e 20 indicam
as distancias entre os eletrodos adjacentes, que deve ser 10% ou 20% das
dimensdes do cranio (BINNIE et. al. 1982).

A disposicao dos eletrodos no padrao 10-20 pode ser observada na Figura 1.
Cada eletrodo possui uma letra e um numero de identificagdo: as letras se
referem ao I6bulo (F de frontal, T de temporal, C de central, P de parietal e O
de occipital) e os numeros se referem aos hemisférios (niumeros pares para o
hemisfério direito e impares para o hemisfério esquerdo); ja a letra z indica a
linha média (ALARCAQ; FONSECA, 2019).

Figura 1- Sistema internacional 10/20.

Nasion

Inion

Fonte: (WARD et. al. 1999).
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Os sinais de EEG séo altamente sensiveis a movimentos do sujeito, a
ruidos externos, assim como a movimentos oculares, musculares e a
interferéncia de dispositivos elétricos proximos. O movimento no corpo
humano altera a condutividade do eletrodo ou as reacgdes fisico-quimicas
ocorridas nos locais dos eletrodos e resultam nos chamados artefatos. Esses
artefatos podem ser categorizados como artefatos musculares (EMG),
artefatos glossocinéticos, artefatos de piscar de olhos (EOG), artefatos de
movimento dos olhos, artefatos de ECG, artefatos de pulso, artefatos de
respiracao, artefatos de pele, entre outros. A representacéo de tais artefatos
deve ser devidamente minimizada ou removida para garantir que nao haja

perda das principais caracteristicas dos sinais de EEG (ROY, 2021).
3.2. MODELOS DE EMOGCAO

Os dois tipos de modelos de emog¢ao mais usados na literatura séo os
modelos de emocbes discretas e dimensionais. Modelos de emocdes
discretas incluem dois tipos de emocgdes (positivo-negativo) e contém oito
emocdes principais, que sao raiva, antecipagao, alegria, confianga, medo,
surpresa, tristeza e nojo. Por outro lado, modelos de espago dimensional sdo
utilizados para representar emogdes em diferentes dimensdes como o
modelo Valéncia-Excitacdo (do inglés, Valence-Arousal) (ALAKUS; GONEN;
TURKOGLU, 2020).

No modelo de Valéncia-Excitagdo, de acordo com Russel (1980),
conforme Figura 2, a valéncia emocional, que corresponde ao eixo X,
descreve até que ponto uma emogao € positiva ou negativa. Ja a excitagao,
também chamada de atividade, que corresponde ao eixo Y, e refere-se a sua

intensidade.
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Figura 2 - Modelo Valéncia-Excitagao
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Fonte: (RUSSELL, 1980)

3.3. ANALISE WAVELET

A maioria dos sinais da EEG sdo ndo estacionarios, o que significa
que suas propriedades estatisticas mudam ao longo do tempo. A analise
tempo-frequéncia € amplamente utilizada para localizar os eventos de
interesse em sinais elétricos. A forma convencional de analise tempo-
frequéncia € a Transformada de Fourier de Tempo Curto (TFTC), onde a
transformada de Fourier do sinal é tomada em janelas curtas, resultando no

grafico conhecido como espectrograma (BAJAJ, 2021)

O TFTC nao é adequado para analisar sinais ndo estacionarios, como
os sinais de EEG, devido ao principio da incerteza de Heisenberg, onde a
resolucdo de tempo resulta em resolucdo de frequéncia mais baixa e vice-
versa. Para analisar diferentes frequéncias com diferentes resolucbes, €&
empregada a técnica de transformada wavelet, que utiliza multirresolugao.
Além disso, a transformada wavelet pode oferecer menos recursos para o
sinal a ser processado, podendo ser adequada para evitar o problema de
dimensionalidade associado (ALTURKI et. al., 2020).
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De acordo com Alturki et al. (2020), as transformadas wavelet
analisam as caracteristicas do sinal nos dominios do tempo e da frequéncia,
decompondo tais sinais em varias fungdes usando a chamada wavelet mae.
A wavelet mae é dada pela formula a seguir, onde x e y sdo os parametros

de escala e deslocamento, respectivamente, e S é o espaco wavelet:

()=% (;) . >0

A transformada wavelet é expressa pela equagao:

(=% (™ @

Empregamos a transformada wavelet discreta (DWT, do termo em
inglés) porque ela fornece uma representacédo altamente eficiente e pode ser
obtida por meio de algoritmos computacionais. Neste estudo, empregamos a
wavelet mae Daubechies 5 (db5) com cinco niveis de decomposig¢ao, que
foram empregados por fornecerem um bom numero de caracteristicas para

aplicacao ao processo de classificagao de sinais de EEG.
3.4. CLASSIFICADORES COMPUTACIONAIS

Um classificador € uma sistema computacional que toma valores de
varias caracteristicas (variaveis independentes) em uma amostra (o conjunto
de valores de variaveis independentes) e prevé a classe a que esse exemplo
pertence (variaveis dependentes). Um classificador tem uma série de
parametros que devem ser aprendidos a partir de um conjunto de dados de
treinamento. O classificador aprendido € essencialmente um modelo do
relacionamento entre as caracteristicas e o rétulo da classe no conjunto de
treinamento (PEREIRA; MITCHELL; BOTVINICK.2019).

Depois de treinado, o classificador pode ser usado para determinar se
as caracteristicas usadas contém informacbdes sobre a classe de uma
amostra. Essa relagcdo é testada usando o classificador aprendido em um
conjunto diferente de amostras, o conjunto de dados de teste. Intuitivamente,
a ideia é que, se o classificador realmente capturou a relagdo entre as

caracteristicas e classes, ele deve ser capaz de prever as classes de
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exemplos que ainda nao havia analisado (PEREIR; MITCHELL; BOTVINICK.
2019).

Muito da robustez de um classificador reside na existéncia de
diferentes niveis de complexidade para um modelo, que podem vir a ser
escolhidos, assim como as possiveis configuracbes do algoritmo de
treinamento. Estes ajustes impactam diretamente no erro de generalizagéo
do modelo. Hiperparametros séo as variaveis que controlam estas fungoes, e
que precisam de uma definicdo de valor antes mesmo que o treinamento do
modelo seja realizado. Por isto, a estimacdo do valor 6timo para os
hiperparametros é fundamental para a obtengdao de um modelo com melhor
desempenho de predicédo (DE ALVARENGA JUNIOR, Wagner José. 2018).

A seguir, serdao detalhados os algoritmos computacionais utilizados

para o processo de classificacdo dos sinais de EEG.
3.4.1. Florestas aleatoérias

O classificador de floresta aleatdria usa um método de aprendizado de
agrupamento para classificagdo que emprega varias arvores de decisdo
durante a fase de treinamento e gera uma previsdo média de arvores
individuais. Este classificador gera florestas com quantidade aleatéria de
arvores. A Figura 3 ilustra um funcionamento geral do classificador. Na figura,
cada arvore de decisdo aleatoria tem uma saida. A votagdo majoritaria &
realizada e a saida do classificador é definida como pertencente a classe k se

obtiver a maioria dos votos.
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Figura 3 - Classificador de floresta aleatéria.
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Fonte: (EDLA et. al. 2018).

Os hiperparametros do classificador de florestas aleatérias considerados
neste trabalho, de acordo com Ramayanti e Salmah (2018), considerados

neste trabalho sdo os seguintes.:
» n_estimators: quantidade de arvores na floresta.

« criterion: fungao usada para medir o grau de qualidade de uma divisao de

no. Em outras palavras, indica como vai ocorrer a busca de caracteristicas.
» max_depth: profundidade maxima das arvores.

* max_features: € a quantidade de caracteristicas a ser considerada ao se

definir a melhor diviso.

* min_sample_splits: 0 minimo de amostras necessarias para dividir um no

interno.

* min_samples_leaf: 0 minimo de amostras necessarias para estar em um no
da folha.
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 bootstrap: amostras usadas na construgcao de arvores.
3.4.2. Maquinas de vetor de suporte

A maquina de vetores de suporte (SVC, do termo em inglés) € um
método de classificacdo baseado em teoria de aprendizado estatistico. Para
um determinado problema de classificacdo linearmente separavel de duas
classes, o SVC tenta encontrar um hiperplano que separa o espago de
entrada com uma margem maxima de separagdao (BAYRAM; KIZRAK;
BOLAT, 2013).

De acordo com Bayram, Kizrak e Bolat (2013), gerar um separador
nao linear € o conceito principal do SVM. A tarefa de mapeamento de dados
para um espaco de alta dimensao é realizada para facilitar a classificacéo de
dados em superficies de decisdo lineares. Assim, a reformulagdo de dados é
realizada para dados mapeados implicitamente para este espaco. A tarefa de

reformulacdo é mostrada na Figura 4.

Figura 4 - Classificacao de dados com SVM. O kernel refere-se a

funcdo de expanséo de dimensao.
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Fonte: (BAYRAM; KIZRAK; BOLAT, 2013).

Essa transformacgao é realizada por funcdes de kernel, que podem ser
de varios tipos, destacando-se o kernel Radial Basis Function (RBF) ou o
kernel polinomial. Os dados sao transformados para um novo espago com
uma maior dimensao por meio da fungcdo de kernel para facilitar o processo
de separagao linear. Classificadores SVM podem ser implementados na

forma linear ou nao linear. O classificador nao linear deve implementar a
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funcado de kernel especificada para transformar os pontos do conjunto de
dados em dimensbes mais altas do espago de recursos (AL-MEJIBLI;
ALWAN; ABD DHAFAR, 2020).

Os hiperparametros do classificador SVC empregados neste trabalho, ainda
de acordo com Al-mejibli, Alwan e Abd Ahafar (2020), s&o:

« gamma: O parametro nao intuitivo gamma define a largura ou inclinagcéo da

funcao do kernel.

* kernel: fungao de kernel.

* C: parametro de regularizagao do classificador.

* degree: grau do polindmio (quando usado o kernel polinomial).
3.4.3. K-ésimos vizinhos mais préximos

A classificagdo k-NN (do inglés, k-nearest neighbours) € um modelo de
classificacdo nao paramétrico que € descrito como aprendizado baseado em
instancia, caracterizado por memorizar o conjunto de dados de treinamento.
O algoritmo k-NN também é um exemplo tipico de um aprendiz preguigoso,
chamado dessa forma ndo por causa de sua aparente simplicidade, mas
porque nao aprende uma fungdo discriminativa dos dados de treinamento,
mas memoriza o conjunto de dados de treinamento. O aprendizado
preguicoso € um caso especial de aprendizado baseado em instancias

associado a custo zero durante o processo de aprendizado (ISA et al., 2017).

O algoritmo k-NN é adequado para classificar dados de EEG, pois é
uma técnica robusta para grandes dados ruidosos. As amostras sé&o
classificadas pelo voto majoritario da classe de seu vizinho. Para determinar
a que classe pertence uma amostra apresentada ao modelo, este algoritmo
requer dados de treinamento e um valor k predefinido, pois ele buscara no
espaco amostral de treinamento as k amostras mais semelhantes, com base
em uma funcdo de medida de similaridade ou distancia. O valor de k e a

métrica de distancia afetardo o resultado da classificagao (ISA et al., 2017).



29

O desempenho desse algoritmo varia amplamente com base nos
valores de seus hiperparametros. Os hiperparametros considerados neste
artigo mencionados a seguir desempenham um papel crucial na

determinacao da saida do algoritmo (ISA et al., 2017).
* n_neighbors: Numero de vizinhos a serem usados por padréo.

» weights: A fungdo peso afeta a previsdo das classes, pois determina a
maneira como 0s pontos sao tratados. Por exemplo, os pontos mais proximos

podem ter maior influéncia do que os pontos mais distantes.

* algorithm: Existem diferentes algoritmos usados para calcular os vizinhos

mais proximos.

» metric: Este parametro especifica a métrica de distancia que deve ser usada

para calcular a distancia no algoritmo

A Figura 5 retrata o funcionamento do classificador k-NN. Na figura, pode-se
observar que o ponto vermelho é classificado como azul usando a regra dos

vizinhos mais proximos.

Figura 5 - Funcionamento do algoritmo k-NN
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Fonte: (RANJAN; ERMA; RADHIKA, 2019).

3.5. OTIMIZAGAO DE HIPERPARAMETROS
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A otimizagdo de hiperparametros tem relagdo com a natureza de
busca do problema de otimizacdo dos classificadores. Existem diferentes
estratégias de busca para encontrar um conjunto de parametros com um
desempenho aceitavel. Neste trabalho, foram usados dois algoritmos: a
otimizagdo bayesiana sobre hiperparametros e a pesquisa de grade com
validacao cruzada de 10 folds (Grid Search CV, do inglés). A pesquisa de
grade € uma abordagem para ajuste de parametros que constréi e avalia
metodicamente um modelo para cada combinagcdo de parametros de
algoritmo especificados em uma grade (RANJAN; ERMA; RADHIKA, 2019).

Na otimizagao bayesiana, ao contrario do Grid Search CV, nem todos
os valores de parametros sao testados, mas um numero fixo de
configuracbes de parametro é amostrado das distribuicdes especificadas.
Trata-se de um algoritmo de busca informada, o que significa que cada
iteracdo deste algoritmo aprende com a anterior, e os resultados de uma
iteracdo ajudam na criacdo da proxima. O algoritmo vé o processo de ajuste
de hiperparametros como a otimizacdo de uma funcao caixa-preta. Qualquer
estrutura de otimizagao global pode ser aplicada para minimizar essa fungao
(ELGELDAWI et al., 2021).

4. MATERIAL E METODOS

Para alcangar os objetivos propostos neste trabalho, algumas etapas
foram seguidas. Observando-se a Figura 6, temos a seguinte sequéncia
metodoldgica: (a) aquisicdo e pré-processamento dos dados; (b, c) extragao
e selegcdo de caracteristicas, (d) normalizacdo; e (e) classificagdo de
emocdes com base no modelo valéncia-excitagcdo. Estas etapas serao

detalhadas a seguir.
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Figura 6 - Fluxo de operagdes usadas no trabalho.
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4.1 AQUISICAO DOS DADOS

Neste trabalho, foi utilizada uma base de dados publica disponivel
gratuitamente na Internet para investigar as hipdteses de lateralizagao
hemisférica no contexto de classificacdo de emocgdes. A base sera descrita a

seguir em detalhes.
4.2. GAMEEMO

A base de dados GAEMEMO (ALAKUS; GONEN; TURKOGLU, 2020)
consiste em sinais de EEG coletados de 28 individuos diferentes com um
dispositivo de EEG portatil denominado EMOTIV EPOC+, de 14 canais. Os
participantes jogaram 4 jogos de computador diferentes que supostamente
induziam emocgdes (alegria, calma, tristeza, raiva) por 5 minutos, enquanto os
sinais de EEG eram coletados, resultando em sinais com 20 minutos no total.
Os sujeitos avaliaram cada jogo com base na escala de excitagao e valéncia,
aplicando o formulario SAM (do inglés, Self-Assessment Manikin), que foi

incluido na pesquisa pelos autores. O Self-Assessment Manikin (SAM), de
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acordo com Bradley e Lang (1994), € uma técnica de avaliagao pictérica nao
verbal que mede diretamente o prazer, a excitacdo e o dominio associados a
reacao afetiva de uma pessoa a uma ampla variedade de estimulos, o que

justifica a escolha do método.

Os sinais de EEG foram coletados pelos autores usando 14 canais, o
que resulta em um conjunto de dados com 1568 sinais de EEG (4 jogos x 14
canais x 28 sujeitos) disponiveis com duragao de 20 minutos Os sinais na
base estdo disponiveis em uma versao pré-processada, com eliminacdo de
ruidos e artefatos, sendo estes os que foram selecionados para o processo

de classificagao usado neste trabalho.

As emocgdes correspondentes a cada jogo sao: G1 - Raiva, G2 - Calma,
G3 - Tristeza, G4 - Alegria. A seguir sdo apresentadas as descri¢des de cada
jogo dada pelos autores e os motivos pelos quais foram utilizados para

representar estas emocgoes.

« Train Sim World (G1): E um jogo de simulagao, e faz com que os jogadores
controlem um trem. Quase todos os participantes ndo entenderam o jogo e

apenas apertaram alguns botdes aleatoriamente no teclado.

« Unravel (G2): E um jogo relaxante, pois os tipos de musica, sons e a
atmosfera do jogo sao lentos e aliviadores. Os sujeitos controlavam o fio que
tenta consertar os lagos rompidos das pessoas. Isso estimulou seu cérebro e

eles pareciam relaxados.

« Slender — The Arrival (G3): Neste jogo, os jogadores descobrem uma casa
e muitos quartos, e o objetivo é escapar do local. Os jogadores nao tém
nenhum material, exceto uma camera que brilha nos lugares escuros. A

atmosfera é bastante escura e os sons sao muito perturbadores.

* Goat Simulator (G4): Neste jogo, os jogadores controlam uma cabra e
realizam algumas tarefas consideradas engragadas, incluindo atacar casas,
lamber paredes, pular, entre outras. A atmosfera e os sons sdo muito
charmosos, e foi observado que a maioria dos sujeitos tinha um sorriso no

rosto enquanto jogava este jogo.
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4.3. PRE-PROCESSAMENTO DOS SINAIS

Embora tenhamos usado uma versédo pré-processada dos sinais de
EEG disponibilizados, usamos o método all-mean para subtrair o valor médio
de todos os 14 eletrodos dos valores de cada eletrodo de cada sinal por jogo.
Este processo é denominado de re-referenciamento pela média e se justifica,
pois a atividade registrada nos eletrodos proximos aos eletrodos de registro
pode cancelar ou influenciar significativamente a atividade cerebral registrada

pelo eletrodo em consideracgao.

Apds o re-referenciamento pela média, os sinais de EEG foram
segmentados em janelas de 12 segundos, sem sobreposicdo dos segmentos,
resultando em 25 segmentos para cada sinal. Os sinais foram entdo salvos
como um novo conjunto de dados para cada tamanho de janela. Como
resultado dessa operagao, o tamanho dos dados foi multiplicado pelo numero

de segmentos utilizados.
4.4. EXTRACAO DE CARACTERISTICAS

A transformada wavelet discreta (DWT) foi empregada para extrair
caracteristicas de tempo-frequéncia. Cada fragmento resultante do
janelamento foi decomposto a partir da transformada wavelet com cinco
niveis de decomposi¢ao. O filtro de 22 ordem Daubechies foi aplicado e
coeficientes de detalhe D2, D3, D4 e D5 foram coletados, para posterior

extragdo de caracteristicas do dominio de tempo-frequéncia.

Ja para extracdo de caracteristicas do dominio do tempo, as bandas
Alfa (4-8Hz), Beta (8-16Hz), Gama (16-32Hz) e Delta (32Hz-63.9Hz) foram
extraidas através de filtros de Butterworth de 52 ordem de cada fragmento
resultante do janelamento. Ha diversos estudos na literatura, como os
trabalhos de LIU, Yong-Jin et. al. (2017), LI, Peiyang et al. (2019) e
FRIEDMAN, Doron et. al. (2015), que associam mudancas nas bandas alfa,

beta, gama e delta a detecgado de emocgdes.
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A extracdo de caracteristicas € feita em quatro canais do hemisfério
esquerdo (AF3, F3, P7, T7) ou hemisfério direito (AF4, F4, P8, T8) de forma
independente, conforme esquema de lateralizagcdo cortical mostrado na
Tabela 1. Tais canais pertencem as regides do lobo frontal, lobo parietal, lobo
occipital e lobo temporal. Existem diversos estudos que mostram que os
lobos frontal, parietal e temporal sdo areas comuns do cérebro que estao
ativas durante o processamento de emog¢des (MSONDA; HE; LU, 2021,
ZHANG et. al., 2020; TOPIC et. al., 2022).

Para a hipotese do hemisfério direito (R), considera-se que as
emocdes tém prevaléncia nos eletrodos relacionados ao hemisfério direito.
Portanto, foram considerados apenas os eletrodos do hemisfério direito. Ja a
Hipotese de valéncia (V): afirma que o hemisfério direito € dominante para
emocgdes negativas e o hemisfério esquerdo € dominante para emogdes
positivas. A Hipotese de aproximacgao-retirada (AP), por sua vez, afirma que
as emocgdes que provocam comportamentos de aproximacgao (raiva, alegria)
sdo lateralizadas para o hemisfério esquerdo, enquanto as emocgdes que
provocam comportamentos de retirada (negativas) sao lateralizadas para o
hemisfério direito (tristeza, calma). Para as duas ultimas hipdteses, foram

considerados os eletrodos do hemisfério esquerdo e direito.

As caracteristicas foram extraidas de cada canal de forma
independente e depois foram fundidas, e rotuladas conforme Tabela 1,
formando um unico vetor de caracteristicas com as dimensdes destacadas na
Tabela 3.
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Tabela 1 - Extracédo de caracteristicas por hemisfério, considerando os
esquemas de lateralizagao avaliados: Hipétese de aproximagao-retirada (AP);
Hipotese do Hemisfério Direito (R), Hipotese de Valéncia (V), Todos os

eletrodos (T)..

Extragcao de caracteristicas por Hemisfério

Hemisfério esquerdo Hemisfério Direito
Esquema
(AF3, F3, P7, T7) (AF4, F4, P8, T8)
- 1, G2 4
R G1,G2,G3,G
4, G2 1
v G4, G G1,G3
1, G4 2
AP G1,G G2, G3
T G1, G2, G3, G4 G1, G2, G3, G4
Fonte: O autor.
Tabela 2- Jogos e emogdes correspondentes
Jogo Modelo Valéncia- Emocgao Jogo
i Excitagcao
(Rétulo)
G4 Alta excitacao alegria Goat Simulator
Valéncia positiva
G3 Alta excitacao tristeza Slender — The
valéncia negativa Arrival
G1 Baixa excitagao raiva Train Sim World:
valéncia positiva
G2 Baixa excitagao calma Unravel
valéncia negativa

Fonte: AKUKU, adaptado.
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A sequir, serdo detalhadas as medidas, tanto no dominio temporal
quanto no dominio tempo-frequéncia, utilizadas nos vetores de

caracteristicas.
4.5. VETOR DE CARACTERISTICAS

A Tabela 3 mostra um resumo das caracteristicas extraidas de quatro
canais de cada hemisfério, conforme Figura 6 (b), das regides do lobo frontal,
lobo parietal, lobo occipital e lobo temporal, que foram usadas nos
classificadores considerados, assim como as dimensdes resultantes dos
vetores de caracteristicas. Tais caracteristicas sdo amplamente utilizadas
em deteccdo de emogdes em sinais de eletroencefalograma, como mostram
os trabalhos de Chen et al. (2020), Alakus e Turkoglu, (2019), e PANE et. al.
(2019).

Tabela 3 - Caracteristicas de dominio de tempo e dominio de tempo-

frequéncia.

Tipos Caracteristicas Dimensao do vetor de

caracteristicas

Dominio de tempo | Caracteristicas de Hjorth | 2800 x 96
o (Variancia, Mobilidade,
(6 caracteristicas)
Complexidade); Estatistica
Simples (média simples);
Estatistica de alta ordem

(curtose e assimetria).

Dominio de tempo- | Entropia (Entropia | 2800 x 80
frequéncia aproximada); Entropia de
o Energia logaritmica; Raiz
(4 caracteristicas)
do valor quadratico médio;
Operador de energia de

Teager—Kaiser.

Fonte: O autor.



37

Na Tabela 3, o vetor de caracteristicas tem dimensdo de 2800
amostras, sendo o numero de amostras resultantes do processo de
janelamento. As 96 caracteristicas do dominio do tempo correspondem a 4
canais x 4 coeficientes wavelet x 6 caracteristicas de dominio do tempo. Ja
as 80 caracteristicas do dominio de tempo-frequéncia correspondem a 4
canais x 4 bandas (alfa, beta, gama, delta) x 5 caracteristicas de dominio de

tempo-frequéncia.

A Figura 7 mostra o processo de extragdo de caracteristicas de um
canal para cada esquema de lateralizag&o, para cada janela das variaveis do
dominio de tempo e de tempo-frequéncia, respectivamente, ilustrando desde
o re-referenciamento pela média até a segmentacdo em janelas de 12
segundos, sem sobreposicdo dos segmentos, resultando em caracteristicas

dos 25 segmentos para cada sinal.

Figura 7 - Detalhamento do processo de obtengao das caracteristicas
para um dos canais considerados (AF3). O processo se repete para os

demais canais.

Transformada Caracterisiicas de Hjorth (Varidncia, Mobilidade,
Janela 0 | Wavelet (DWT) | Dz .. D5 Complexidade); Estatistica Simples (média simples);
Estatistica de alta ordem jcurtose e assimetria).
D2 D4
o EEEE N
4 coeficientes x 5
Butterworth Entropia (Entropia aproximada); Entropia de Energia
Janela 0 de S5a ordem A & 1 logaritmics; Raiz do valor quadratico médio;
Op=rador de energia de Teager—Haiser).
A ¥
B 0

4 coeficientes x 4

Fonte: O autor.
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As caracteristicas foram extraidas de cada canal, conforme Tabela 1,
de forma independente e depois foram fundidas, formando um unico vetor de
caracteristicas. A Figura 8 ilustra o processo de fusdo de cada amostra do
conjunto de dados. No esquema T, que envolve todos os eletrodos, os
vetores de ambos os dominios sdo combinados para formar um unico vetor,
conforme Tabela 4. De acordo com Guodong e Yahan (2021), a fusao de
caracteristica vem sendo amplamente utilizada na literatura de

reconhecimento de emocoes.

A fusdo das caracteristicas no esquema T se da para normalizar os
valores dos hiperparametros de cada classificador da dissertagdo, bem como
para criar um cenario unico que nao envolve lateralizagdo para comparagao
com os demais casos. A partir do uso dos hiperparametros de forma
normalizada, foi possivel identificar para qual dominio de caracteristicas as
hipéteses de lateralizagdo tiveram mais peso na performance de cada
classificador, uma vez que o teste de hipbteses de lateralizagao, na presente
dissertacdo, se da através de mudancas do vetor de caracteristicas do
esquema T. Por isso, consideramos apenas um dominio de cada vez para

cada hipétese de lateralizagado, conforme Tabela 4.
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Figura 8 - Detalhamento do processo de fusdo de caracteristicas em

um unico vetor: (a) dominio tempo-frequéncia; (b) dominio do tempo.
(a)

Participante 1

Alegria

L lanelaD-AF2 Sethr
D3 D5
- Janela 0 - AF4 D? : E_)f'
D3 ' D5
D2 D4
Janela0- T8 iy =
DI auDE T Seemsreareaeeayd

voreemcecce [EEE HEEEEE H  EEEE N -

(b)

Participante 1
Alegria

Tt Extragio de caracteristicas
L (4 T
Janela 0- AF2 T=8 ohe T .... 2 . s
L X(B) 1 x(B) 4 coeficientes x 4
Aanca=AEY X(_q) NE_Y} .I xia) .. xi5) .... | .i_
X(B)  x©) | Leoa TR
JanelaD- T3 x(a) I'~X{Y) e .... 3 . ]
e ) ":T'. x(a) ... x(B) 4 cosldeias ¥4
) S

| :
worsomscersce: [HEE- AEEEE-N - EEEE- N -

Fonte: O autor.
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Tabela 4 - Vetor de caracteristicas de cada esquema de canais

Esquema Canais Vetor de Dominios
caracteristicas
Hemisfério | Hemisfério Termpo Tempo-
Esquerdo | Direito P frequéncia
T G1, G2, G1, G2, 2800 x 352 X X
G3, G4 G3, G4
R G3, G4 2800 x 80 X
2800 x 96 X
Vv G4, G2 G1, G3
2800 x 80 X
2800 x 96 X
G1, G4 G2, G3
AP 2800 x 80 X

Fonte: o autor

4.6. CARACTERISTICAS DO DOMINIO DO TEMPO

4.6.1. Parametros de Hjorth

Os parametros de Hjorth sdo obtidos aplicando técnicas de

processamento de sinal no dominio do tempo, dando uma visido das

propriedades estatisticas do sinal. Os trés parametros de Hjorth sao:

atividade, mobilidade e complexidade. Estes sdo descritas a seguir, de
acordo com YUEN et al. (2013).

A atividade fornece uma medida da variancia da amplitude de um sinal

continuo x(t), indicando a superficie do espectro de poténcia no dominio da

frequéncia. Ou seja, o valor da atividade é elevado se as componentes de

frequéncia mais alta forem mais comuns e baixo, caso contrario. A atividade

€ representada pela equacéo:

Atividade = var ( ()) (3)
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em que var(*) representa a variancia de uma grandeza.

A mobilidade representa a frequéncia média ou a propor¢ao do desvio
padrdao do espectro de poténcia. Isso € definido como a raiz quadrada da

atividade da primeira derivada do sinal dividida pela atividade do sinal, dada

- _ |Atividade ( '())
Mobilidade = /We(()) (4)

A complexidade indica como a forma de um sinal é semelhante a uma

por:

onda senoidal pura e fornece uma estimativa da largura de banda do sinal. E
definida como a razao entre a mobilidade da primeira derivada e a mobilidade
do sinal:

Mobilidade( ‘()

Complexidade = MobiTidade( () ()

Para o presente projeto, estas grandezas foram adaptadas para serem

usadas com sinais discretos.
4.6.2. Parametros estatisticos

A estatistica de alta ordem dos sinais das sub-bandas permitem
descobrir as caracteristicas latentes encapsuladas nos sinais de EEG

relacionadas a diferentes emogdes (SHAHNAZ et al., 2013).

A assimetria (skewness) mede o grau de assimetria de uma
distribuicdo em torno de sua média e a curtose (kurtosis) € a medida do peso
relativo da cauda de uma distribuicdo em relacdo a distribuigdo normal.
Assumindo um sinal discreto X,, n = 1,2,3,...,n, de média zero, a assimetria
normalizada e curtose podem ser definidas pelas seguintes expressoes,
respectivamente (JERRITTA et al., 2014):

_ _ L - )3
Assimetria = (D)3 , (6)
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c L
urtose = ( —D ? — o (7)
Ja a média simples é dada por:
£ - 1
Média = = (8)
=1

4.7. CARACTERISTICAS DO DOMINIO DE TEMPO-FREQUENCIA
4.7.1. Entropia aproximada

A entropia aproximada (ApEn) € uma medida que quantifica a
complexidade ou irregularidade de uma série temporal. Um maior valor de
ApEn significa mais complexidade e irregularidade do sinal. A estimativa
robusta de ApEn pode ser obtida usando conjuntos de dados curtos e
ruidosos. A obtengdo desta grandeza seguiu a definigdo de (KUMAR,;
DEWAL; ANAND, 2012).

4.7.2. Entropia de energia logaritmica

De acordo com Harlalka et al. (2018), a aleatoriedade do sinal é
medida pela entropia. Em outras palavras, ela reflete a quantidade de

informacao no sinal dado. A entropia de energia logaritmica é dada por:

g () == 5 (oga( ()%

onde pi(x) representa a probabilidade de ocorréncia do i-ésimo estado de um

sinal x.
4.7.3. Raiz do valor quadratico médio

A raiz do valor quadratico médio dos coeficientes wavelet foi calculado

usando a equacao (Abu Osman et al., 2008).

2
() = =1 [](10)
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onde D; e n; sédo os coeficientes de detalhe e o numero de coeficientes de
detalhe no nivel de decomposi¢cao da transformada wavelet. O vetor de
caracteristicas € obtido a partir de RMS(j), onde j = 1,2,3...N, e N é o nivel

mais profundo de decomposicao.
4.7.4. Operador de energia de Teager—Kaiser

O operador de energia de Teager-Kaiser (TK), de acordo com Boudraa e
Salzenstein (2018), enfatiza a importancia de analisar os sinais do ponto de
vista da energia do sistema necessaria para produzi-los. Em sua forma
continua, o operador de energia TK, quando operando no sinal de tempo

continuo x(t), é dado por:

WL Ol (22— O
. ) (11)
= 2()—= () O

Usando, por exemplo, a aproximacao inversa das derivadas de tempo, a

mesma fungcdo em tempo discreto torna-se:

2
__(-DHD-O) (=2
Y1) = )2 (12)
A Equacao (12) é redimensionada e centralizada, produzindo a caracteristica

usada neste trabalho, dada por:

W] =) (-1 ( +Day
4.8. NORMALIZAGAO

Apos a extracdo de caracteristicas, para que nao houvesse
dominancia em amplitude de nenhuma caracteristica, os dados foram
normalizados. Para isso, foi utilizado o método MinMaxScaler. Este estimador
dimensiona e converte cada caracteristica individualmente de modo que ela
esteja em uma faixa de valores definida para o conjunto de treinamento, por
exemplo, entre zero e um (SCIKIT-LEARN, 2020).
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Esta transformagao considera o valor minimo (Xmin) e o valor maximo
(Xmax) de cada variavel X e o converte para o valor normalizado denominado

X_escalado, obtido a partir das equacdes:

= ( - ) + (15)

A normalizagdo de dados foi utilizada pelo fato de a mesma fazer com
que as relagdes lineares entre as caracteristicas fiquem mais expostas,
preservando a forma da distribuicdo original do vetor de
caracteristicas.(SCIKIT-LEARN, 2020).

4.9. OTIMIZAGAO DE HIPERPARAMETROS

Nas Tabelas 5, 6 e 7, sdo mostrados os hiperparametros (ou espacgo de
busca) de cada classificador considerado neste trabalho. O simbolo U
significa uniformemente distribuido e log U significa uniformemente
distribuido no dominio logaritmico. A configuragcdo abaixo foi usada no
processo de otimizagdo bayesiana com 50 iteracbes para todos os
classificadores dos esquema T, com diferentes grupos de caracteristicas de
tamanhos variados escolhidos de forma randémica usados como parametro
para o processo de otimizacdo, 10 vezes seguidas. Do conjunto de
hiperparametros, aquele que apresentou um maior desempenho médio total
dos trés classificadores, sado utilizados para todas as outras hipoteses
testadas. O objetivo desse processo é encontrar os melhores
hiperparametros para o esquema T de forma n&o exaustiva para fins de
comparacgao. Nesse artigo, foi empregada a validagdo com 10 grupos como

parametro do otimizador bayesiano.
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Tabela 5 — Espaco de busca - Florestas Randémicas

Florestas Randémicas

Parametro Priori Parametro Priori
log U(1e-6,0.5
min_samples_leaf og U(1e-6,0.5) n_estimators U(70,100)
log U(1e-6,1
min_samples_split og U(Te-6,1) max_features auto, sqrt
T Fal
bootstrap rue, raise max_depth U(1,50)
criterion gini, entropy - -
Fonte: O Autor.
Tabela 6 — Espacgo de busca - KNN
KNN
Parametro Priori Parametro Priori
U(1,51
n_neighbors (1,51) leaf size U(1,200)
euclidean,
manhattan,
metric chebyshev, - -
minkowski
Fonte: O Autor.
Tabela 7 — Espacgo de busca - SVC
SvC
Parametro Priori Parametro Priori
log U(1e-6,100
C og U(1e-6,100) degree U(1,20)
log U(1e-6,100
gamma og U(1e-6,100) kernel rbf, poly

Fonte: O autor.
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4.9. AVALIAGAO DE DESEMPENHO

Para avaliar o desempenho dos classificadores empregados e das
técnicas empregadas, foi usada a medida f1-score, que € uma métrica usada
para medir a acuracia de classificadores multi-classe (SAPUTRI,
MAHENDRA; ADRIANI, 2018).

O f1-score foi empregado na validagdo cruzada, que €& um
procedimento usado para reamostrar os dados disponiveis para avaliar
modelos de aprendizado de maquina. O numero de grupos em que os dados
séo divididos é determinado pelo parédmetro k. Em seguida, ele divide todo o
conjunto de dados em k grupos. Cada grupo € tomado como dados de teste,
enquanto os outros grupos atuam como dados de treinamento. As
pontuacdes de avaliagdo sao armazenadas para cada grupo e resumidas no
final para verificar o desempenho dos modelos (RANJAN; VERMA; RADHIKA.
2019).

Foi avaliada a confiabilidade dos classificadores usando a medida
Kappa de Cohen. A métrica Kappa de Cohen é frequentemente usada para
testar a confiabilidade entre observadores, que no caso, séo as classes de
emocao consideradas. A importancia da confiabilidade do avaliador reside no
fato de que ela representa o quanto os dados coletados no estudo séao
representagdes corretas das variaveis medidas. Cohen sugeriu que o
resultado Kappa fosse interpretado da seguinte forma: valores < 0 como
indicando nenhuma concordancia, 0,01-0,20 como nenhum a leve, 0,21—
0,40 como regular, 0,41-0,60 como moderado, 0,61-0,80 como substancial e
0,81-1,00 como quase acordo perfeito (MCHUGH, 2012).

O procedimento de validacdo cruzada é repetido por 30 vezes para
cada conjunto de classificadores do dominio de tempo-frequéncia e do
dominio de tempo, respectivamente, de forma a gerar uma amostra com
tamanho suficiente para realizacdo do teste-t entre o esquema T, que
simboliza a auséncia de lateralizagdo, e as hipoteses lateralizacdo de
valéncia (V), dominédncia do hemisfério direito (R) e lateralizacdo de

aproximacao-retirada (AP).
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O teste-t quantifica a diferenca entre as médias aritméticas de duas
amostras. O valor-p quantifica a probabilidade de observar valores iguais ou
mais extremos assumindo a hipotese nula, que as amostras sdo extraidas de
populagdes com as mesmas médias populacionais, € verdadeira. Um valor-p
maior que 5% indica que nossa observagdo nao é tdo improvavel de ter
ocorrido por acaso. Portanto, ndo rejeitamos a hipotese nula de médias
populacionais iguais. Se o valor-p for menor que nosso limite de 5%, entao
temos evidéncias contra a hipdtese nula de médias populacionais iguais
(SCIPY, 2021).

Analisamos os resultados de cada amostra usando graficos boxplots.
As partes superior e inferior da caixa representam os percentis 75 e 25,
respectivamente, uma linha horizontal na caixa identifica a mediana e os
tragos na parte superior ou inferior sdo os valores mais altos e mais baixos,
excluindo valores atipicos (do inglés, Outliers). Tais valores sao
representados com losangos e sao definidos como valores que se estendem
de 1,5 a 3 comprimentos de caixa abaixo do 25° percentil ou acima do 75°
percentil (HO, Francis et. al. 2008).

5. RESULTADOS

A seguir, serdo apresentados os resultados obtidos aplicando a
metodologia descrita. Serdo mostrados os resultados da otimizagcdo
bayesiana com validagdo cruzada de 10 grupos para a base de dados
utilizada e para as trés abordagens de lateralizacdo hemisférica utilizadas em
cada uma delas, na classificagdo dos quatro jogos da base de dados
GAMEEMO.

5.1. DOMINIO DE TEMPO-FREQUENCIA

A Tabela 8 mostra a média dos valores de desempenho de 9
classificadores quando foram empregadas as caracteristicas no dominio
tempo-frequéncia para os trés modelos de classificadores utilizados, sendo
um modelo RF, SVC e KNN para cada um dos esquemas de lateralizacao

cortical.
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Na tabela, as caracteristicas do dominio tempo-frequéncia extraidas
dos canais do esquema de lateralizacdo V (hipotese da valéncia)
apresentaram a melhor acuracia em apenas um dos classificadores
propostos. Os piores resultados de acuracia se deram usando-se o0s
classificadores para o esquema de lateralizacdo R, que apresentou uma
grande discrepancia de acuracia em relacdo aos demais. Observa-se

também um indice de confiabilidade substancial.

Tabela 8 - Acuracias dos classificadores usando caracateristicas no

dominio tempo-frequéncia.

F1 Score * std (kappa, valor-p)

Esquema RF KNN SvC
75.3+£0.024
R (0.670, p<0.001) 75.0 £ 0.025 74.7 £ 0.026
’ (0.666 p<0.001) | (0.662,p<0.001)
85.3 £ 0.020
Vv 85.3 £ 0.805 83.9+£0.019
(0.805, p<0.001) | (0.666p<0.001) | (0.785,p<0.001)
84.6 £0.019
AP 85.0 £ 0.019 85.4 + 0.021
(0.795, p<0.001) (0.800,p<0.05) | (0.806,p<0.001)
90.3+*1.7%

(0.782) (0.820)

Fonte: O autor.

No grafico boxplot correspondente aos resultados da Tabela 9, é
possivel perceber que ndo ha uma variabilidade discrepante entre as
amostras. Além disso, é possivel perceber a presenga de valores atipicos em
quase todos os casos. Em parte dos dados, a mediana ndo esta no centro da
caixa, 0 que indica que a distribuicdo da maioria deles ndo € simétrica.

Considerando todos os valores, incluindo os valores atipicos, ndo houve um
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aumento de performance expressivo em relagdo ao esquema T, pois apenas

em um dos classificadores houve um aumento perceptivel.

Figura 9 - Grafico boxplot - dominio de tempo-frequéncia
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T

RF KMNN BviC
classificador

Fonte: O autor

A Tabela 9 apresenta os resultados de precisdo por jogo (emogéao),

que é a média dos valores de precisao dos 10 grupos da validagao cruzada

resultantes da otimizagdo bayesiana em cada classe. Na tabela, as melhores

predigdes ficaram a cargo das caracteristicas no dominio tempo-frequéncia e

de tempo combinadas, extraidas dos canais do esquema T (sem

lateralizagao).
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Tabela 9 - Precisédo dos classificadores para caracteristicas no dominio de

dominio tempo-frequéncia.

Precisao por classe

Classificador Jogo
Modelo Esquema G1 G2 G3 G4

RF R 80.1% 71.0% 73.5% 76.5%
KNN R 76.9% 73.6% 74.5% 74.8%
svVe R 79.2% 70.7% 74.1% 74.6%
RF Vv 83.0% 85.3% 88.4% 81.8%
KNN Y, 82.4% 88.0% 88.3% 82.7%
SvC Vv 83.7% 85.4% 85.7% 80.7%
RF AP 90.5% 78.5% 81.7% 85.1%
KNN AP 90.4% 81.3% 83.2% 85.1%
SVC AP 91.3% 80.9% 82.0% 87.6%
RF T 93.1% 88.4% 89.9% 89.4%
KNN T 87.1% 84.6% 81.2% 85.8%
SvC T 88.3% 85.1% 84.0% 88.5%

Fonte: O autor

5.2. DOMINIO DO TEMPO

A Tabela 10 mostra os valores de desempenho de 9 classificadores
quando foram empregadas as caracteristicas no dominio do tempo para os
trés modelos de classificadores utilizados, sendo um modelo RF, SVM e KNN

para cada um dos esquemas de lateralizacio cortical.
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Pode-se observar da Tabela 10 que as caracteristicas do dominio do
tempo extraidas dos canais do esquema de lateralizagdo AP (hipotese da
aproximacao-retirada) apresentaram a melhor acuracia nos classificadores
SVM e KNN, perdendo apenas para o classificador RF com o esquema de
lateralizacdo V. Os piores resultados de acuracia ficaram com os
classificadores do esquema de lateralizagdo R, apresentando uma pequena
discrepancia de acuracia em relagao aos demais. Com relagdo ao indice de
confiabilidade, percebe-se uma variacdo de confiabilidade quase perfeito na

maioria dos casos.

Tabela 10 - Acuracias dos classificadores para caracteristicas no dominio de

tempo.

F1 Score * std (kappa, p<p-valor)

RF KNN SvC
Esquema
87.0 £ 0.021 87.7 +0.020% 90.9 £ 0.019%
R (0.827, p<0.001) | (0.869, p<0.001) | (0.878, p<0.001)
vV 90.7 £0.018 92.3+0.017% 93.5+0.016%
(0.876, p<0.001) | (0.897, p<0.001) | (0.914, p<0.001)
AP 92.2 + 0.016 93.3+0.015 94.3 £ 0.016
(0.896, p<0.001) | (0.911, p<0.001) | (0.924, p<0.001)
T 90.2 £ 0.020 84.7 £ 0.021 86.5 £ 0.021
(0.869) (0.795) (0.820)

Fonte: O autor.

A Tabela 11 mostra os resultados de precisao por jogo (emocgao), que
€ a média dos valores de precisdo dos 10 grupos da validagdo cruzada
resultantes da otimizagdo bayesiana. Percebe-se que as melhores predigbes
ficaram a cargo das caracteristicas do dominio de tempo extraidas dos

canais do esquema de lateralizagdo V (hipotese da aproximagao-retirada),
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para os jogos G1 e G3, e dos classificadores do esquema de lateralizagao AP

(hipotese da valéncia), para os jogos G2 e G4.

Tabela 11 - Precisao dos classificadores para caracteristicas no dominio do

tempo.

Precisao por classe

Classificador Jogo
Modelo Esquema G1 G2 G3 G4

RF R 87.1% 86.6% 86.9% 87.5%
KNN R 87.6% 88.4% 86.1% 88.9%
SVC R 91.3% 90.4% 91.2% 90.6%
RF vV 91.3% 90.6% 93.2% 87.7%
KNN Vv 93.3% 92.3% 92.9% 90.6%
sve v 95.0% 93.5% 94.6% 91.0%
RF AP 94.0% 91.2% 89.7% 94.0%
KNN AP 94.2% 92.4% 91.2% 95.5%
svC AP 94.9% 94.3% 93.8% 94.3%
RF T 93.1% 88.4% 89.9% 89.4%
KNN T 87.1% 84.6% 81.2% 85.8%
sSvVC T 88.3% 85.1% 84.0% 88.5%

Fonte: O autor.

No grafico boxplot correspondente aos resultados da Tabela 11, é
possivel perceber que ndao ha uma variabilidade discrepante entre as
amostras. Além disso, é possivel perceber a presenca de valores atipicos em
quase todos os casos. Em parte dos dados, a mediana ndo esta no centro da

caixa, 0 que indica que a distribuicdo da maioria deles ndo €& simétrica.
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Considerando todos os valores, incluindo os valores atipicos, houve um
aumento de performance em relagdo ao esquema T em todos os
classificadores e esquemas de lateralizagdo, exceto da hipdtese de

hemisfério direito.

Figura 10 - Grafico boxplot - dominio do tempo
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Fonte: O autor.

6. DISCUSSOES

A partir de uma analise comparativa entre os resultados obtidos neste
trabalho, pode-se sugerir que as hipdteses da valéncia e a hipdtese
aproximacao-retirada tiveram grande influéncia na acuracia dos
classificadores propostos, que se utilizaram de quatro pares de canais
assimétricos relacionados a emocgéao no cérebro (AF3-AF4, F3-F4, P7-P8, T7-
T8). O resultado esta corroborando com o resultado do estudo de PANE et. al.
(2019), no qual as hipoteses da valéncia e de aproximacgao-retirada tiveram

ganhos significativos de performance em relagao as demais hipéteses.

O resultado também pode ser explicado pelos estudos dos autores
Coan, Allen e Harmon-Jones (2002), os quais também mostraram que as
emocgdes positivas estdo associadas primordialmente a uma atividade
cerebral frontal esquerda relativamente maior, enquanto as emocgodes
negativas estdo associadas a uma atividade cerebral frontal direita

relativamente maior. Nesse, pode-se conjecturar que o uso de caracteristicas
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de eletrodos da parte frontal considerando um possivel efeito de lateralizagao

de emogdes influenciou positivamente na acuracia dos classificadores.

Quanto a influéncia da valéncia e excitagado nos resultados, Musha e/
al. (1997) mostraram que a valéncia da emocé&o esta associada a assimetrias
no lobo frontal, enquanto a excitagdo esta associada a ativagao generalizada
dos lobos frontais direito e esquerdo. Logo, pode-se concluir que os
classificadores foram mais eficientes em detectar caracteristicas do banco de
dados quando estas correspondiam a hemisférios diferentes, sugerindo que
um efeito de lateralizagcdo de emocgdes pode ter ocorrido de forma dominante

no banco de dados em diferentes intervalos de tempo.

Os resultados do presente estudo apresentaram suporte fraco a
hipétese de hemisfério direito dominante, pois houve grande discrepancia no
quesito acuracia em relagdo as demais  hipoteses na maioria dos
classificadores testados. Logo, o resultado corrobora com o de Wager et al.
(2003), pois os referidos autores ndo conseguiram comprovar a hipotese do

hemisfério direito.

Para todos os casos, os resultados do esquema T (sem lateralizagao)
e esquemas de lateralizagao foram distintos estatisticamente. Os resultados
mostram que a mediana foi maior quando usada a lateralizacéo, para todas
as trés hipoteses na maioria dos casos do dominio de tempo. Isto também se
percebe quando se compara o melhor caso sem lateralizagado contra o melhor

caso de cada hipotese.

Em comparacdo com os resultados de classificadores multi-classe dos
criadores do banco de dados de GAMEEMO, Alakus, Gonen e Turkoglu
(2020), a utilizacdo de esquema de lateralizagdo resultou em um ganho
expressivo em performance, superando o melhor classificador dos autores,
que teve 82% de acuracia. Em relagdo ao estudo dos autores Abdulrahman,
Baykara e Alakus (2022), os classificadores considerados na presente
dissertacdo superaram o valores de 90% obtido por eles em todos os
classificadores testados no dominio do tempo, exceto o classificador de
florestas randémicas. O melhor resultado obtido, 94.5% (KNN, Hipotese da

aproximacao-afastamento, dominio do tempo), aproxima-se do melhor
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resultado do estado da arte para classificadores multi-classe, 98.44% que
utiliza uma metodologia com base em aprendizado profundo criada pelos
autores Abdulrahman e Baykara (2021), que € uma metodologia diferente de

classificagdo usada no presente estudo.

Logo, pode-se afirmar que considerar modelos psicologicos, como as
hipéteses de lateralizagdo hemisférica, que influenciem na construcdo do
vetor de caracteristicas, € um caminho promissor para criagdo de novas
técnicas de classificacdo de emogdes, uma vez que proporciona um
direcionamento mais preciso acerca da natureza dos sinais que desejamos

classificar.
7. CONCLUSAO

Neste estudo, apresentamos um novo método baseado na
lateralizagcdo de emocdes no cérebro para classificar emogdées com base em
sinais de EEG. Usamos um banco de dados que pode ser aplicado ao estudo
de emocgdes usando sinais de EEG. Este banco € composto de sinais de 28
pessoas distintas sendo submetidos a estimulos de quatro jogos digitais
distintos. Cada participante se revezou jogando varios jogos de computador e
classificando sua reacdo emocional em termos de excitacdo e valéncia.
Selecionamos quatro pares de canais assimétricos relacionados a emog¢ao no
cérebro (AF3-AF4, F3-F4, P7-P8, T7-T8) e trés cenarios de lateralizagdo de

emogao para testar nosso método.

Em comparacédo com os resultados de classificadores multi-classe dos
criadores do banco de dados de GAMEEMO, Alakus, Gonen e Turkoglu
(2020), a maioria dos classificadores superaram o melhor classificador dos
autores, que teve 82% de acuracia. Nesse sentido, o método proposto, que
usa cenarios de lateralizagdo se mostrou promissor no reconhecimento de
emocdes na classificacdo de emogdes multiclasse deste conjunto de dados,

pelo método de validagao cruzada de 10 grupos.

Como trabalhos futuros, sugere-se aplicar os sinais da base de dados
GAMEEMO a outras combinacgdes de eletrodos, considerando os modelos de

lateralizagdo cortical propostos neste artigo. Outra sugestdo seria utilizar
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modelos baseados em aprendizagem profunda, como redes neurais
convolucionais com extracdo de caracteristicas multidimensionais, para
identificar possiveis relacdes entre os hemisférios. E relevante também a
utilizacado de outros jogos digitais, para verificar a generalizagdo dos modelos

usados.
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